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RESUMEN

Considerando el gran volumen de datos que la Universidad de Cuenca ha recolectado
por varias décadas en sus sistemas de informacion, el presente trabajo pretende
facilitar el aprovechamiento de este valioso recurso a través de la definicion de un
proceso especifico para el desarrollo de proyectos de Mineria de Datos dentro de esta
institucion educativa, el cual basandose en el estandar formal de la industria (CRISP-
DM) propone un enfoque de metodologia agil, y propone la utilizacién del sistema de
Data Warehouse de la Universidad como principal fuente de acceso a los datos. Dicho
proceso establecido se ha validado con su aplicacion a tres problemas especificos: a)
identificacion de los parametros que se encuentran mas relacionados al éxito
académico en alumnos nuevos, b) construccion de una herramienta o modelo que
permita predecir la desercion estudiantil en alumnos nuevos y c) analisis de grupos
sobre la relacion existente entre la calificacion estudiantil y la evaluacion al docente.
Como resultado se evidencié que la aplicaciébn de estas técnicas son un aporte
contundente a la toma de decisiones basada en los datos (Data-Driven Decision
Making), puesto que los resultados obtenidos en cada caso han generado un
conocimiento novedoso sobre las problematicas planteadas, confirmandose ademas
gue el proceso definido es una importante ayuda para el desarrollo organizado del
proyecto, generando la suficiente documentacion para su réplica y analisis posterior.

Palabras clave: Proceso de Mineria de Datos, Mineria de Datos Educacionales,
Analitica de Aprendizaje, CRISP-DM, Descubrimiento de Conocimiento en Bases
de Datos.

ABSTRACT

Considering the large volume of data that the University has collected for several
decades in its information systems, the present work proposes the use of this valuable
resource through the definition of a specific process for the development of Data
Mining projects within of the University of Cuenca; which, based on the formal industry
standard (CRISP-DM), proposes an agile methodology approach, and seeks to use
the University's Data Warehouse system as the main source for data access. This
established process has been validated with its application to three specific problems:
a) identification of the parameters that are most related to academic success in new
students, b) construction of a model to predict student dropout in new students and c)
group analysis on the relationship between student qualification and teacher
evaluation. As a result, it was confirmed that the application of these techniques are a
decisive contribution to Data-Driven Decision Making. On the other hand, it was
verified the results obtained in each problem have generated a new knowledge in each
case, besides that the process has been defined as an important aid for the organized
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development of the project, generating sufficient documentation for its replication and
later analysis.

KEYWORDS: Data Mining Process, Educational Data Mining, Learning Analytics,
CRISP-DM, Knowledge Discovery in Databases
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1 INTRODUCCION

Con el avance en la informatizacion tanto de las organizaciones como de los
individuos, se ha generado una produccion sin precedentes de datos, actualmente los
datos no solo reposan en los sistemas transaccionales, sino han aparecido nuevos
tipos de sistemas mas avanzados que no soélo capturan datos a través de formularios
de registro, sino que los obtienen de la monitorizacion de los usuarios y la forma en
gue ellos interactdan con los sistemas; almacenando datos de sus habitos, intereses,
experiencias, etc. En la actualidad se dispone de un sin nimero de fuentes de datos
correspondiente a un mismo actor (persona, organizacion, o cosa), es decir datos que
describen el mismo objeto desde perspectivas diferentes, pero, ¢ qué sucede si ciertos
datos estan relacionados entre ellos?, ¢se puede obtener conocimiento de estos
datos aparentemente independientes? Este tipo de preguntas fueron ya planteadas
hace varias décadas por estadistas que buscaban encontrar correlaciones en los
datos disponibles, y que posteriormente a inicio de los afios 80, con el avance en
informatica y el aparecimiento de los sistemas de gestion de bases de datos DBMS
(Database Management Systems), se acufian los términos KDD las siglas en inglés
para Descubrimiento de Conocimiento en Bases de Datos (Knowledge Discovery in
Databases), y DM las siglas en inglés de Mineria de Datos (Data Mining). Ambos
términos hacen referencia al “proceso de extraccion no trivial de informacion implicita,
previamente desconocida y potencialmente util”, definicion de Mineria de Datos dada
por William J. Frawley. La Mineria de Datos puede ser considerada como parte de la
evolucién natural desde los sistemas DBMS, la industria de los sistemas de bases de
datos han evolucionado desde funcionalidades basicas como el almacenamiento,
acceso y procesamiento de los datos, hasta funcionalidades avanzadas como el
analisis de los datos (Data Warehousing y Mineria de Datos) (Jiawei Han, 2006).

El descubrimiento de conocimiento, al que hacen referencia los términos KDD y
Mineria de Datos, se refiere a la identificacion de patrones en los datos (Yoandry
Pacheco, 2015), y se lo realiza a través de un proceso gue inicia con la comprensién
del negocio a estudiar y los datos disponibles (Chapman, Pete y otros, 2000), luego
contempla la obtencién y depuracién de estos datos para que sean analizados a
través de la aplicacion de diversas técnicas o algoritmos que involucran varias areas
de conocimiento como la estadistica, machine learning y bases de datos; como
resultado de este proceso de andlisis, se obtienen modelos matematicos, patrones
descubiertos, asociacion entre variables, etc., es decir informacion que al ser
analizada e interpretada trae a la luz un nuevo conocimiento, el mismo que permitiria
planear nuevas y mejores soluciones a problemas relevantes. La Mineria de Datos ha
avanzado grandemente y en la actualidad tiene aplicaciones especificas a
problematicas concretas como la EDM, siglas en inglés para Mineria de Datos
educativa (Educational Data Mining), la EDM es una disciplina en evolucion, su
objetivo es la busqueda, andlisis y extraccion de conocimiento dentro de un contexto
educativo, para ello emplea las estrategias usadas en Mineria de Datos sobre datos
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educacionales, en funcién de resolver problemas que mejoren tanto el proceso
ensefianza - aprendizaje (Ballesteros, 2013), y el apoyo a la toma de decisiones a las
autoridades de los centros educativos (Moscoso-Zea, 2016).

La Universidad de Cuenca una Institucion de Educacién Superior Ecuatoriana
actualmente dentro de la categoria A, persigue como parte de sus objetivos
estratégicos, ser una Institucion de Educaciéon Superior de excelencia, con tal
reconocimiento tanto a nivel nacional como internacional (Universidad de Cuenca,
Plan Estratégico, 2010). Este término “de excelencia” es sinébnimo de calidad integral
de una institucién, por tanto se refiere a que la Universidad de Cuenca, consolidara
dicha excelencia en funcion de la mejora continua que todas sus areas desarrollen. Si
tomamos en cuenta el Modelo CONEA de Evaluacion de desempefio (CONEA, 2009),
el cual considera a las Instituciones de Educacion Superior como un proyecto
académico estructurado en cuatro dimensiones béasicas: Academia, Estudiantes y
entorno, Investigacion y finalmente Gestion, al hablar de excelencia universitaria se
habla de optimizacion y mejora en estas cuatro dimensiones. Ante este reto, cualquier
esfuerzo por optimizacion es un valioso aporte hacia la excelencia universitaria, por
tanto la aplicacion de técnicas de Mineria de Datos seria un valioso aporte pues a
través de ella se puede comprender de mejor manera cOmo se estructuran las
variables que afectan positiva o negativamente problemas que afectan a la calidad
brindada por la institucion, incluso permitiendo crear modelos con los cuales identificar
tempranamente situaciones que permitan a la universidad tomar medidas preventivas
en lugar de correctivas.

La Universidad de Cuenca al contar con un gran volumen de datos albergados en sus
sistemas de informacion, los que han sido recolectados a lo largo de las udltimas
décadas, han servido principalmente con fines transaccionales. Con el objeto de
explotar esa informacion que hasta el momento se encontraba aislada en diferentes
bases de datos, la DTIC se encuentra implementando un sistema de Data
Warehouse, a través del cual poder visualizar y comprender de una manera rapida y
sencilla la informacion que reflejan el funcionamiento de la institucion, y con ello
mejorar el proceso de toma de decisiones. Sin embargo el aprovechamiento de los
datos va méas allad de su visualizacién en cubos, tableros, y la construccién de
indicadores (Han, J., Kamber, M., 2006); el siguiente paso en este camino, es el
analisis profundo de dichos datos con el fin de sacar a la luz patrones ocultos,
sustentando relaciones que a simple vista no existen, y de esta manera generar nuevo
conocimiento, el cual nos permita afrontar los problemas de una manera diferente
(Yoandry Pacheco, 2015).
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2 MARCO TEORICO Y ESTADO DEL ARTE

2.1 Mineria de Datos

Para hablar de Mineria de Datos es necesario mencionar al término KDD - Knowledge
Database Discovery, o Descubrimiento de Conocimiento en Bases de Datos, KDD fue
concebido en 1989 para destacar que el conocimiento es el producto final del
descubrimiento basado en los datos (Fayyad, 1996); en este mismo trabajo el autor
sugiere que la Mineria de Datos es una de las etapas dentro del proceso KDD, que
mientras la Mineria de Datos consiste en la aplicacion de algoritmos especificos para
la extraccion de patrones, KDD se enfoca en todo el proceso de descubrimiento de
conocimiento, incluyendo las fases de: seleccién, pre procesamiento, transformacion,
Mineria de Datos e interpretacién / evaluacion, tal como se muestra en la Figura 1.

Interpretacion
Evaluacian
Mireria de Datos
Transformacion ;

Seleccion ]

b
Y

Modelos ! Patrones

Datos

fransformados

Datos preprocesados

____4:_:-‘!" |:| I:I + Conocimients
I
I
I
I
I
I
I
I
I
I

_______.}. i
T 2

+ Datos
I
I
I
1

Figura 1. Pasos que componen el proceso KDD (Fayyad, 1996)

El objetivo final de KDD es encontrar patrones novedosos y Utiles dentro de un
conjunto de datos, y que estos patrones posibiliten el descubrimiento de un
conocimiento igualmente valido y relevante aplicado a un determinado problema; por
tanto KDD se encarga también de gestionar aspectos que van desde el
almacenamiento y recuperacion de los datos, hasta la interpretacion de los resultados
de la Mineria de Datos tras lo cual se genera el conocimiento, a todo el proceso se lo
organiza en los siguientes pasos: el paso de seleccidn corresponde a la captura del
conjunto de datos sobre los que el descubrimiento sera hecho, el paso de
preprocesamiento en cambio consiste en realizar operaciones de depuracion y
limpieza sobre el conjunto de datos con el fin de que sean consistentes, el paso de
transformacion consiste en la realizacibn de operaciones de reduccion de
dimensionalidad, el paso de Mineria de Datos consiste en la busqueda de patrones
sobre los datos, a través del empleo de técnicas estadisticas, machine learning, etc.,
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el paso de interpretacion / evaluacién consiste en la interpretacion y evaluacion de
los patrones extraidos. (Azevedo, 2008).

Si bien la mayoria de autores coinciden en que Mineria de Datos corresponde a una
etapa dentro del Proceso de Descubrimiento en los Datos, en la industria el término
Mineria de Datos ha sido mas popular por lo que en varios articulos se los consideran
sinbnimos; incluso la metodologia estandar de la industria CRISP-DM resalta este
término incluyéndolo en su mismo nombre Cross Industry Standard Process for Data
Mining. Esta metodologia aparece en la década del 2000, con el objetivo de organizar
el desarrollo de un proyecto de Mineria de Datos en una serie de seis fases como
muestra la Figura 2. CRISP-DM esta descrita en términos de un modelo de proceso
jerarquico consistente en un conjunto de tareas distribuidas en cuatro niveles de
abstraccion que van de lo general a lo especifico, estos niveles son: fase, tarea
genérica, tarea especializada, e instancia de procesos. Esta metodologia como su
nombre indica corresponde al estandar de la industria, y también a la metodologia
mas utilizada desde su lanzamiento (Olson, 2008).

Data Mining Life Cycle

1

Business Understanding Data Understanding Data Preparation Modeling Evaluation Deployment
identify project objectives collect and review data select and cleanse data manipulate data and evaluate model and apply conclusions to
draw conclusions conclusions business

Figura 2. Una guia visual de la metodologia CRISP - DM (Chapman et al., 2000)

Si se compara el enfoque de KDD frente a CRISP-DM, el segundo propone extender
el alcance de KDD incluyendo dos etapas que en el segundo no estaban identificadas:
la de Comprension de Negocio (Business Understanding) y la de Despliegue
(Deployment), en la Tabla 1 se presenta un cuadro comparativo.

Tabla 1. Correspondencia entre KDD y CRISP - DM

KDD CRISP - DM
______ Pre KDD Comprension del negocio
Seleccion

- Comprension de los datos
Pre procesamiento

Transformacion Preparacion de los datos
Mineria de datos Modelamiento
Interpretacion / Evaluacion Evaluacion

------ Post KDD Despliegue

FUENTE: (Azevedo, 2008)
ELABORACION: Gustavo Cordero
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CRISP-DM al corresponder a una metodologia mas formal es méas exhaustiva en su
ejecucion que KDD. Al basarse en un proceso de modelo jerarquico de gran alcance,
se ajusta a las diversas realidades de los proyectos, ademas se preocupa en generar
la suficiente documentacion del proceso seguido con el objeto de que este sea
replicable. Es decir, esta disefiada para aplicarse de forma personalizada a diversos
tipos de proyecto, de forma que el proceso seguido genere la suficiente
documentacion para que pueda servir de modelo replicable en otros proyectos
similares. En cambio KDD es un proceso gque se enfoca mas hacia la experimentacion,
de cierta manera en KDD se conoce la pregunta a resolver y los datos disponibles,
por ello se enfoca en ir directamente de los datos disponibles hacia la
experimentacion.

2.2 Mineria de Datos Educativa (EDM) y Analitica de Aprendizaje (LA)

EDM (Educational Data Mining) ha sido una disciplina en evolucién, desde 2009 ha
contado con una comunidad de investigadores que ha crecido y se ha desarrollado,
esto ha permitido incluso que desde ese mismo afio se lleve a cabo una serie de
conferencias anuales denominadas EDM
(http://lwww.educationaldatamining.org/IEDMS/events), constituyendo también su
propio Journal JEDM (Journal of Educational Data Mining), posteriormente la
publicacion del libro Handbook of Educational Data Mining de Chapman & Hall/CRC,
es otro hito importante que ha dado impulso a esta disciplina. (Baker, 2009). Por otro
lado la Analitica de Aprendizaje se ha definido como un area de investigacion y
aplicacion gue esta relacionada con el analisis académico, el andlisis de acciones y
el analisis predictivo. La analitica del aprendizaje se basa en una gama mas amplia
de disciplinas académicas que la Mineria de Datos Educativa, incorporando
conceptos y técnicas de la ciencia de la informacion y la sociologia, ademas de la
informatica, la estadistica, la psicologia y las ciencias del aprendizaje.

Como se mencion6 en el capitulo introductorio, EDM corresponde a la aplicacién de
técnicas propias de Mineria de Datos hacia el dmbito educativo. EDM es un
paradigma orientado a la generalizacion de modelos, métodos y algoritmos para la
exploracién de datos propios de un contexto educativo, con el fin de encontrar y
analizar patrones que caracterizan el comportamiento de los alumnos en base a sus
logros, evaluaciones y el dominio de conocimiento alcanzado con los diversos
mecanismos de aprendizaje - ensefianza que hoy en dia estan disponibles en las
instituciones educativas, sobre todo de nivel superior. La Mineria de Datos Educativa
busca aportar en la generacion de modelos educativos en los cuales se fomenten
nuevas técnicas y herramientas que mejoren el nivel participativo de los estudiantes,
(Ballesteros, 2013).

Un aspecto importante a destacar acerca de los métodos de EDM, es que a menudo
difieren de los estandares aplicados en Mineria de Datos general, esto debido a que
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en EDM existe la necesidad de presentar explicitamente la jerarquia multinivel y la
dependencia entre los datos educativos. Por esta razén, cada vez es mas comuan ver
el uso de modelos extraidos de la literatura psicométrica en publicaciones de Mineria
de Datos Educativos (Baker, 2010).

2.3 Métodos de EDM

Las metodologias usadas en EDM provienen de varias fuentes, pero las dos mas
importantes han sido por un lado Mineria de Datos y Analitica, y por otro lado de
Psicometria y Medicion Educativa. En muchos casos, las caracteristicas especificas
de los datos educativos han dado lugar a diferentes métodos que han desempefiado
un papel mas significativo en EDM que en la Mineria de Datos en general, o han dado
lugar a adaptaciones a los métodos psicométricos existentes. A continuacion se
detallaran algunas de los principales métodos aplicados en EDM (Moscoso-Zea,
2016; Bhagoriya, 2017).

Métodos de Prediccidon: en prediccion el objetivo es desarrollar un modelo que
permita inferir aspectos simples de los datos (variable predicha), en base a la
combinacion de otros aspectos de los datos (variables predictoras). Para desarrollar
un modelo de prediccidn es necesario conocer los valores de la variable predicha para
un grupo de datos pequefio, comunmente denominado grupo de entrenamiento, el
modelo entonces es generado para dicho grupo, posteriormente es validado con otro
grupo de datos, el denominado grupo de prueba, con dicha validacién y en base a la
precision alcanzada, se podra asegurar si el modelo puede emplearse o no a gran
escala. Los tres modelos de prediccibn mas comunes en EDM son: clasificadores
(classifiers), regresores (regressors) y estimacion de conocimiento latente (latent
knowledge estimation). En clasificadores la variable predicha puede ser binaria o
categodrica, algunos métodos populares son: arboles de decision, bosques aleatorios,
reglas de decision, regresion gradual y regresion logistica. En regresion, la variable
predicha es una variable continua (numérica), el regresor mas popular en EDM es
regresion lineal. En estimacion del conocimiento latente, el cual realmente
corresponde a un tipo especial de clasificador, se evalla el conocimiento de un
estudiante sobre determinados aspectos y conceptos especificos, en base a sus
patrones de correctitud en esas habilidades. Los modelos utilizados en el aprendizaje
en linea suelen diferir de los modelos psicométricos utilizados en las pruebas de papel
o en las pruebas adaptativas por computadora, porque con una aplicacion de
aprendizaje interactivo, el conocimiento del estudiante esta cambiando
continuamente.

Descubrimiento de estructuras: el objetivo es descubrir estructuras dentro de los
datos sin tener una idea a priori de que es lo que se encontrara, algo muy diferente al
objetivo en prediccion, donde habia una variable especifica que el investigador trata
de modelar, en cambio en descubrimiento de estructuras no hay una variable de
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interés especifica, se trata de determinar qué estructura se obtiene de forma natural
de los datos. Los enfoques mas comunes son los siguientes: clustering, analisis de
factores, analisis de redes sociales y descubrimiento de estructuras de dominio. En
clustering el objetivo es encontrar “puntos” en los datos que los agrupen
naturalmente, formando los denominados “clusters”, este tipo de algoritmos son
Utiles en casos donde las categorias mas comunes dentro de los datos no son
conocidos previamente, como por ejemplo encontrar agrupacién de estudiantes en
base a distintos criterios (Beal, 2006). Los modelos para analisis de redes sociales
(SNA) son desarrollados a partir de la relacion e interaccion entre los actores
individuales, asi como de los patrones que emergen de su relacién e interaccion. Por
ejemplo, para identificar proyectos grupales efectivos o no, se podria recurrir a
analizar visualmente la fuerza de las conexiones del grupo. Los patrones de
interaccion y conectividad pueden indicar una mayor posibilidad de éxito académico,
asi como el sentido de compromiso del alumno con el curso. (Macfadyen, 2010). El
descubrimiento de estructuras de dominio consiste en encontrar la estructura de
conocimiento dentro de un dominio educativo. Por ejemplo, como contenidos
especificos pueden mapearse a componentes especificos de conocimiento o
habilidades, en los estudiantes. (Baker, 2014).

Mineria de relaciones: el objetivo es descubrir relaciones entre variables dentro de
un conjunto de datos que posee un gran nimero de variables; se podria aplicar para
identificar cuales son las variables que poseen la relacibn mas fuerte con una
determinada variable de interés, o se podria buscar descubrir cual relacién entre dos
variables es la mas fuerte. Existen cuatro tipos de mineria de relaciones: reglas de
asociacion, mineria de correlaciones, mineria secuencial de patrones, mineria causal
de datos (Moscoso-Zea, 2016). En reglas de asociacion el objetivo es encontrar reglas
del tipo SI - ENTONCES, de modo que si cierto conjunto de valores en determinadas
variables es encontrado, otra variables generalmente tendra un valor especifico. En
mineria de correlacion el objetivo es encontrar correlaciones lineales positivas o
negativas entre variables. En mineria secuencial de patrones el objetivo es encontrar
asociaciones temporales entre eventos. En mineria causal el objetivo es encontrar si
un evento es la causa de otro evento, por ejemplo encontrar que factores afectan un
pobre rendimiento de los estudiantes en la clase (Fancsali, 2012).

Descubrimiento con modelos: el modelo construido en base a un analisis de
Mineria de Datos, es aplicado sobre datos para evaluar el fendmeno que el modelo
identifica, la prediccién entonces es utilizada como entrada en otro método de Mineria
de Datos. Por ejemplo utilizar los resultados de un modelo predictivo como variable
predictora en un segundo modelo de prediccidén y esto en multiples niveles (Baker,
2014).
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2.4 Estado del Arte

Si bien la Mineria de Datos Educacionales (EDM) apareci6é antes que la Analitica de
Aprendizaje (LA), ocupando en los primeros afios a los investigadores en la aplicacion
y especializacion de varias técnicas propias de DM al contexto educacional, en los
ultimos afios ha destacado el interés por el desarrollo de aplicaciones mas enfocadas
al Learning Analytics, es decir emplear las técnicas ya definidas en EDM pero a
contextos més relacionados a mejorar la experiencia de aprendizaje y su efectividad.
Podriamos decir que la EDM ha dado las pautas y técnicas base que actualmente a
través de LA se aplican a contextos hibridos con otras tematicas como: psicologia,
docencia, sociologia, ciencias del aprendizaje, etc. Por tanto en la presente seccion
procederemos a indicar un estado del arte sobre la aplicacion de estas técnicas a
problemas educacionales, mas que diferenciar si estos corresponden a EDM o LA.

En la Tabla 2 se presenta una andlisis completo sobre varios problemas del contexto
educativo que son apoyados a través de técnicas de Mineria de Datos (Romero &
Ventura, 2010).

Tabla 2. Principales aplicaciones de EDM

Estadistica

Técnicas de visualizaciéon
de informacion.

Reglas de asociacion
Clustering

Clasificacién

Andlisis y Visualizacion de Datos Informacion para toma de
decisiones y retroalimentacion a

los docentes.

Retroalimentacion para apoyo a
docentes

Recomendaciones para
estudiantes

Dar recomendaciones
directamente a los estudiantes,
actividades a realizar, enlaces a
visitar, etc.

Mineria de reglas de
asociacion
Clustering

Mineria de patrones
secuenciales.

Prediccién del rendimiento
estudiantil

Modelamiento de estudiantes

Deteccion de comportamientos
indeseables en los estudiantes

Agrupamiento de estudiantes

Descubrir caracteristicas de los
estudiantes.

Crear modelos cognitivos de los
estudiantes.

Deteccion de estudiantes que
poseen problemas o
comportamiento inusual.
Clasificacién en grupos de
alumnos de acuerdo a sus
caracteristicas personales.

Regresion
Clasificacion

Clustering
Clasificacion

Andlisis de redes sociales (SNA)

Analizar las relaciones entre
estudiantes

Filtrado colaborativo

Desarrollo de mapas de concepto

Ayuda al docente para la
construcciéon de mapas
conceptuales

Reglas de asociacion
Mineria de texto
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Pag. 16




Lﬂg
Universidad de Cuenca

Construccion de material didactico | Ayudar al docente en la e Clustering
construccién de material didactico e Hybrid Unsupervised DM
y contenido de aprendizaje

Planificacion y programacion Mejorar el proceso tradicional a e Clasificacion
través de la planificacion de e Prediction
futuros cursos, apoyar al e  Clustering
estudiante con su planificacion, e Visualizacion de
etc. informacion.

FUENTE: (Romero & Ventura, 2010)
ELABORACION: Gustavo Cordero

Otra categorizacidon es la propuesta en la revision de 300 articulos presentada por
(Moscoso & Zea, 2016), ahi se observa que las principales areas de experimentacion
han sido las siguientes:

Prediccion de evaluaciones finales o rendimiento de los estudiantes,

Predecir el perfil y comportamiento de aprendizaje de los estudiantes,

Mejorar el soporte del docente,

Mejorar la gestion de la colaboracién en ambientes educacionales, etc.

L

Siendo la primera area de aplicacion, la que predomina por el mayor nimero de
experimentos realizados. Del analisis realizado, el autor indica que la mayor cantidad
de experimentos en EDM han empleado técnicas de clasificacion, asociacion y
prediccion para resolver sus casos de estudio. Siendo CRISP-DM el framework mas
utilizado en los proceso de EDM.

Por otro lado existe evidencia de la efectividad alcanzada con la aplicacion de
analitica de aprendizaje en diferentes iniciativas (Sclater & Mullan, 2017):

e Modelos predictivos precisos en la identificacion de estudiantes con riesgo: las
instituciones educativas pueden dar un seguimiento individual al compromiso,
consecucion y progreso de los estudiantes.

e Intervenciones institucionales efectivas: s6lo cuando las acciones son
realizadas tomando como base al estudiante es cuando el valor de la analitica
de aprendizaje (LA) se hace claro.

e Cambios en la conducta de los estudiantes: por ejemplo hay métricas que los
estudiantes que han empleado la herramienta informética para comprar su
actividad en los Sistemas Virtuales de Aprendizaje con otros estudiantes
tuvieron 1.92 mas probabilidades de pasar con una calificacion C o superior.

3 OBJETIVOS
3.1 Objetivo General

Establecer un proceso para el Descubrimiento de Conocimiento en el sistema de Data
Warehouse de la Universidad de Cuenca mediante la aplicacion técnicas de Data
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Mining, y su aplicacion sobre tres ambitos concretos: el éxito académico, evaluacion
docente y realidad socioeconémica.

3.2 Objetivos Especificos

1. Identificar qué criterios entre asignaturas, calificaciones y datos de la ficha
socioecondmica son los mas relacionados al éxito académico en alumnos
nuevos y analizar si existe diferencia dependiendo de la facultad.

2. Determinar la factibilidad de construir una herramienta predictora de la
desercién estudiantil en nuevos alumnos.

3. Evaluar la relacion existente entre el proceso de evaluacion docente y el éxito
académico de los alumnos, con la obtencién de una clasificacion natural de los
resultados en las evaluaciones docentes.

4. ldentificar oportunidades de informacion que potencien la aplicacion de la
Mineria de Datos para futuros estudios.

El objetivo general se lo desarrollara en la seccion 4, los objetivos especificos del uno
al tres se desarrollan en el capitulo 4, el objetivo especifico 4 se lo desarrolla dentro
de la seccidn Trabajos futuros del Capitulo 6.

3.3 Alcance

El establecimiento de un proceso se refiere a la especificacion de un modelo BPMN
genérico para la aplicacion de Mineria de Datos en la Universidad de Cuenca, dicho
proceso sera compatible con las metodologias formales como CRISP DM a la vez que
se buscara dar algun enfoque de metodologia agil.

Tanto para el modelamiento de dicho proceso como para su ejecucion, se tomara
como principal fuente de datos el sistema de Data Warehouse de la Universidad,
puesto que el esfuerzo de consolidacion de la informacién de las fuentes primarias de
los datos deberia ser uno solo, de manera que se aproveche la informacion ya
centralizada en el sistema de Data Warehouse.

Las técnicas de mineria de datos a emplear seran las mas utilizadas en Mineria de
Datos Educacional o EDM (Cristobal, R. y otros, 2000): Clasificacion, Clustering,
Reglas de Asociacion y Prediccion (Moscoso-Zea, Oswaldo, 2016).
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4 PROCESO GENERICO PARA LA EJECUCION DE
PROYECTOS DE MINERIA DE DATOS EN LA UNIVERSIDAD
DE CUENCA

Al ser el objetivo del presente capitulo el sugerir un proceso estandar para la
aplicacion de proyectos de Mineria de Datos dentro de una Universidad, es natural
gue por su especifico giro de negocio esté interesada en la ejecucion de proyectos
dentro del contexto de EDM; sin embargo en este caso la Universidad de Cuenca es
un centro académico grande, que atiende a mas de 16.000 alumnos, por lo que para
su adecuada gestion ha implementado varias areas y procesos complementarios a
los académicos como: planificacion, contabilidad, tesoreria, inventario, talento
humano, legal, entre otros. Areas que generan volimenes de datos considerables,
cuyo andalisis generara un valioso aporte, pero que cae en el contexto general de
Mineria de Datos y no en el contexto especifico de EDM. Por esta razén, se hace
necesario que el proceso a disefiar sea aplicable en ambos contextos.

Para fundamentar adecuadamente las bases metodoldgicas del proceso a disefiar, a
continuacion se presentan brevemente algunas propuestas realizadas por varios
autores, las cuales han servido como base para construir el proceso genérico
sugerido en este trabajo.

4.1 CRISP DM

Como se indicé anteriormente, la
metodologia CRISP-DM corresponde al
estandar de la industria, el cual esta
descrito en términos de un modelo de
proceso jerdrquico consistente en un
conjunto de tareas descritas en cuatro
niveles de abstraccion (de lo general a lo
especifico): fase, tarea genérica, tarea
especializada, e instancia de procesos; y
organiza el desarrollo de un proyecto de
Mineria de Datos, en una serie de seis
fases como se muestra en la Figura 3.

Business
Understanding

Data
Understanding
L

Data
Preparation

Deployment
T~

Modeling

Evaluation |

Figura 3. Modelo CRISP - DM

1. Comprension del negocio
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Comprension de los datos
Preparacion de los datos
Modelado

Evaluacion

Implantacion

o gk wh

4.2 ASD - DM

Es un framework denominado ASD - DM propuesto en Alnoukari et al, 2008, este
propone la combinacion de las caracteristicas propias del Desarrollo de Software
Adaptativo o ASD, con los pasos generales utilizados en proyectos de Mineria de
Datos. La propuesta de los autores consisten en la estructuracion de las etapas
especificadas por CRISP-DM en las tres fases propias de ASD: Especulacion,
Colaboracion y Aprendizaje, como se muestra en la figura 4. Estas fases permiten
qgue la gestién del proyecto posea los siguientes fundamentos: orientacién a las
caracteristicas, iteratividad, gestion de riesgos y tolerancia a los cambios.

Speculation i
Business understanding Cq]labor.\lmn
Data understanding ‘::> Modeling
Data preparation/ETL |vl
M o
! | Predictive algorithm
Data Warchouse
Data Marts
Cubes
Aggregations N
Learning
Implementation/Testing
Evaluation
New scoring
reports

Figura 4. Framework para Mineria de Datos Predictiva basado en la desarrollo de software
adaptativo ASD

Lo interesante de esta propuesta es el componente agil que se busca insertar en lugar
del ciclo tradicional Planifica - Disefia - Construye, que puede suponer CRISP-DM. Y
gue tiene mucha coherencia puesto que normalmente un proyecto de Mineria de
Datos, posee un factor importante de incertidumbre sobre los datos disponibles, su
calidad, la precision de los modelos, etc., aspectos que solamente con la realizacion
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del experimento (Modelamiento) se podrian verificar. Ante esta perspectiva la fase de
planificacion termina siendo menos util mientras mas incertidumbre exista en el
proyecto. Probablemente lo mas acertado seria, una vez definido el problema o
pregunta, realizar un proceso liviano sobre las primeras fases del proceso
(comprensién del negocio), y llegar rapidamente hasta la experimentacion
(comprension de los datos y modelamiento), esto permitiria al analista involucrarse
en el contexto del proyecto, los recursos disponibles y los resultados probables. Luego
de lo cual ejecutar una nueva iteracion sobre todas las fases del proceso, y en ella
definir los puntos previamente pasados por alto o poco desarrollados, como seria
caso de la planificacion del proyecto.

4.3 Modelo de Proceso KDDA en caracol

Una propuesta similar a lo planteado al final del punto anterior es la abordada por Li
Yan en su tesis doctoral “New Artifacts For The Knowledge Discovery Via Data
Analytics (Kdda) Process”. El autor en el capitulo 4 presenta un modelo denominado
“‘Modelo de Proceso KDDA en caracol” (A Snail Shell KDDA Process Model)
concordante con las fases y tareas de CRISP-DM, sin embargo sus dos principales
aportes corresponden a la marcada importancia que se le da a la primera fase del
proyecto Formulacion del Problema, y posteriormente al caracter iterativo de las
siguientes fases, como se puede apreciar en la Figura 5, ahi se hace explicita la
posibilidad de que después de cada fase se puede nuevamente regresar a las fases
iniciales para corregir o precisar algo en el proceso. Vale la pena indicar que el mismo
CRISP-DM considera igualmente esta necesidad, y deja abierta la posibilidad de
moverse entre las distintas fases y actividades en base a las particularidades de cada
proyecto.

Maintenance

Problem
Formulation

Business
Understanding

Figura 5. Modelo de Proceso KDDA en caracol
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4.4 SEMMA

Una metodologia creada por el instituto
SAS (Statistical Analysis System), el Samplin
nombre de la metodologia corresponde yes/no
al acronimo de Sample (extraccion), EXPLORE 0
Explore (exploracion), Modify . Data Clustering,
. L, visualization Associations
(manipulacion), Model (modelado),
Assess (valoracién), como se muestra MODIFY
en la Figura 6. SEMMA se define como
el proceso de seleccion, exploracion y
modelado de grandes cantidades de MODEL

datos para descubrir patrones de
negocio desconocido (Fischer, 2012).

SAMPLE

Variable Data
selection, transformation
creation

Logistic
models

ASSESS
Model

assessment

Figura 6. Modelo SEMMA

Esta metodologia se enfoca principalmente en las fases de Modelado, y no abarca
aspectos especificos del negocio, por lo que posee un alcance menor al que propone
CRISP-DM y es mas experimental.

4.5 Fundamentos del proceso

En base a la revision realizada sobre los modelos existentes, es claro que CRISP-DM
es el modelo de mayor alcance y al que tratan de acoplarse los demas, presentando
ademas las siguientes ventajas: a) corresponde al estdndar de la industria, b) es
actualmente la metodologia mas utilizada a nivel de proyectos de Mineria de Datos
(Moscoso-Zea, 2016), c) es flexible y versatil, su utilizacién no implica una camisa de
fuerzas, d) puede mapearse de un esquema geneérico a un modelo especializado, €)
abarca etapas anteriores y posteriores que otras metodologias no lo hacen, lo que le
da un alcance integral desde una perspectiva de negocio (Azevedo, 2008).

De las metodologias analizadas se puede decir que todas guardan coherencia con
CRISP-DM. Puntualmente “ASD-DM” y “Modelo de Proceso KDDA en caracol”
buscan dotar de agilidad al proceso metodoldgico, lo cual resulta atractivo dado de
gue al iniciar un proyecto de Mineria de Datos, el factor de incertidumbre es
generalmente alto, puesto que se trata justamente proyectos de tipo experimental y
de descubrimiento. Por tanto, ejecutar actividades demasiado profundas de
planificacion y analisis durante las fases iniciales de compresion de negocio,
comprension de los datos y preparacion de los datos, podrian representar un tiempo
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considerable hasta verificar los datos disponibles y la precision alcanzable de los
modelos; mientras que desarrollar una primera iteracién rapidamente con la intencion
de realizar un experimento, permitiria disponer de una prueba de factibilidad del
proyecto y de los resultado a alcanzar, y a la vez dotaria al analista de mayores
detalles del contexto del proyecto, los recursos disponibles, etc. En las siguientes
iteraciones en cambio el objetivo si seria profundizar en las fases, tareas y salidas
sugeridas por CRISP-DM, siempre que dichas actividades generen un aporte y sean
aplicables al contexto del proyecto, con el objeto de asegurar su calidad, replicabilidad
en caso de ser necesario y dado que la Universidad Cuenca cuenta con un Sistema
de Data Warehouse, analizar si existen nuevas fuentes de datos que convengan
incluir como Data Marts adicionales.

Formulacion
del problema

<A~
\ag’
AT 4
Comprension
de Negocio

Datos disponibles
“ﬁ .

Comprension
de los datos

Despliegue

-

)
¢

F iz
F 77
r /77
AW

Evaluacion Preparacion

de los datos

Evaluacion

Preparacion de datos

L

Modelamiento

Modelamiento
Experimento

Figura 7. Ejecucién en espiral sobre el Modelo CRISP-DM

Como se muestra en la Figura 7, CRISP-DM es el marco metodolégico base del
proceso, sin embargo con la intencion de dotar de agilidad a los proyectos se ha
resaltado una iteracion inicial que parte de la formulacion del problema (siguiendo la
propuesta del Modelo de Proceso KDDA en caracol), tras lo cual inmediatamente se
ejecuta un proceso rapido de experimentacion a través de las fases de comprension
de los datos, preparacién de los datos, modelamiento y evaluacion, esto dara un
mayor conocimiento del contexto del proyecto al analista y permitird que la siguiente
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iteracion sea realizada con mayor especificaciones, el plan de proyecto sea mas
preciso, y la documentacion generada sea adecuada para la replicacion.

4.6 Descripcion del proceso

En el presente punto se desarrolla la descripcion de los procesos sugeridos, para el
adecuado desarrollo y control de proyectos relacionados al descubrimiento de
conocimiento en bases de datos de la Universidad de Cuenca, empleando técnicas
de Mineria de Datos.
Para la descripcién de dichos procesos se ha empleado la notacion BPMN (Modelo y
Notacién de Procesos de Negocio), la cual es una notacion gréafica estandarizada que
permite el modelado de procesos de negocio en un formato de flujo de trabajo
(workflow) (Business Process Model and Notation, s.f). Esta notacion tiene varias
ventajas (Allweyer, 2013):
e Es un estdndar internacional de modelado de procesos aceptado por la
comunidad.
Es independiente de cualquier metodologia de modelado de procesos.
Crea un puente estandarizado para disminuir la brecha entre los procesos de
negocio y la implementacion de estos.
e Permite modelar los procesos de una manera unificada y estandarizada
permitiendo un entendimiento a todas las personas de una organizacion.
El proceso completo para su mayor comprension se ha estructurado en tres niveles
jerarquicos, los cuales se muestran en la Tabla 3.

Tabla3. Estructura jerarquica de los procesos

Proceso padre Proceso central Subprocesos

Iniciacion de proyecto de
Mineria de Datos

Gestién macro de proyecto de
Mineria de Datos

Iteracién de experimentacion
sobre CRISP-DM

Iteracion detallada sobre CRISP-
DM

ELABORACION: Gustavo Cordero

Cabe indicar que tanto el proceso de Iteracién de experimentacion sobre CRISP-
DM como el de Iteracion detallada sobre CRISP-DM, son procesos que se levantan
sobre el mismo marco metodolégico CRISP-DM, la diferencia consiste en que el
primero pasa por alto varias actividades que son realizadas en el segundo, por tanto
ambos procesos son descritos en una misma seccion mas adelante.

Autor: Gustavo Cordero P. Pag. 24



! !‘\
é%rgﬁ
Universidad de Cuenca

Para el modelamiento de los procesos se ha empleado la herramienta Visual
Paradigm en su version 14.0.

4.6.1 Iniciacion de un proyecto de Mineria de Datos

Este proceso corresponde a la definicion de las actividades necesarias que permitan
al departamento de la DTIC identificar si para cumplir con un requerimiento de
informacion realizada por un Stakeholder, se debe dar inicio a un proyecto de Mineria
de Datos.

Stakehalder DTIC

Analista de Requerimientos Director Analista de Mineria de Datos

] Hisgria
. o Requiere informacion Usu}ar\n

Levantar
Requerimienta

Definir equipo
para proyecto DM

Ejecutar proyecto
de Mineria de Datos

Requerimiento
E:’rucesu de Nuevos Requerimientos de SUﬂWEFE] no factible o no aprobadao

Figura 8. Iniciacion de un proyecto de Mineria de Datos.

A continuacioén se indican las caracteristicas o perfiles de los actores involucrados en
el proceso:

e DTIC - Direccion de Tecnologias de la Informacién y Comunicacion: es el
organo encargado de la gestidn, coordinacion y ejecucion de proyectos en el
ambito de las tecnologias de informacion y comunicacion, orientados al
mejoramiento de la calidad académica y administrativa de la Universidad.
(Universidad de Cuenca, www.ucuenca.edu.ec).

e Stakeholder: corresponde a un funcionario de alguna de las dependencias de
la Universidad quien presenta un requerimiento de informacion hacia la DTIC.

e Analista de requerimientos: especialista técnico encargado de la elicitacion
de requerimientos relacionados a TIC’s.

e Director - DTIC: responsable de la aprobacién del inicio de un proyecto interno
dentro del departamento DTIC, en este caso de un proyecto de Mineria de
Datos.
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e Analista de Mineria de Datos: especialista técnico encargado de desarrollar
el proyecto de Mineria de Datos, es el responsable de dicho proyecto.

La descripcion del proceso y las actividades que este involucra se encuentran
descritas en la Tabla 4. Actividades del proceso Identificacion y creacion de un
proyecto de Mineria de Datos.

Tabla 4. Actividades del proceso Identificacion y creacion de un proyecto de Mineria de Datos

Actividad Responsable Descripcion detallada de la actividad
Requiere Stakeholder Indica una necesidad de informaciéon mediante cualquier canal de
informacion comunicacion: verbal, correo electrénico, etc.
Levantar Analista de Describe formalmente la necesidad de informacién del usuario.

Requerimiento

requerimientos

Nota:
e En caso de existir se debera adjuntar documentos de
ejemplo.
e En caso de ser factible indicar cudl es el origen de los datos
a analizar.

Proceso de
Nuevos
Requerimientos
de Software

Analista de
requerimientos

Seguir proceso para el analisis, disefio e implementacion de nuevos
requisitos de software.

Definir equipo
para proyecto de
DM

Director DTIC

Estructurar un equipo de trabajo para desarrollar el proyecto que
satisfaga el requerimiento planteado, el equipo debe contener los
siguientes roles: analista de Mineria de Datos, especialista en
integracion de datos, SME o experto del tema a analizar (podria ser
el mismo Stakeholder), experto en la estructura de datos.
Nota:

e Se ejecuta solo si el requerimiento corresponde a analitica

de datos y ha sido aprobado previamente por el director

Ejecutar el
proyecto de DM

Analista de
Mineria de Datos

Subproceso donde se ejecuta el proyecto.

ELABORACION: Gustavo Cordero

4.6.2 Gestion Macro de un proyecto de Mineria de Datos

Este proceso corresponde a un subproceso de Iniciacion de proyecto de Mineria de
Datos, en este se desarrollaran las actividades iniciales del proyecto por parte del
equipo que lo ejecutard. En este se define las actividades de nivel macro que el
Analista de Mineria de Datos y el Director de la DTIC, realizardn para iniciar el
proyecto, revisar la factibilidad del mismo y de ser afirmativo lo dltimo, ejecutar el
proyecto de manera detallada. Las actividades de este proceso son de nivel superior
a las definidas en el marco metodolégico CRISP-DM.
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Figura 9. Gestion macro de proyecto de DM (Data Mining)

A continuacion se indican las caracteristicas o perfiles de los actores involucrados en
el proceso:
e Analista de Mineria de Datos: especialista técnico encargado de desarrollar
el proyecto de Mineria de Datos, es el responsable de dicho proyecto.
e Director - DTIC: maximo lider del departamento, persona que tiene la potestad
de decidir si el proyecto puede cancelarse o no.

La descripcion del proceso y las actividades que este involucra se encuentran
descritas en la Tabla 5. Actividades de Gestidbn macro de proyecto de DM. Cabe
indicar que aquellas actividades del proceso que son equivalentes a las definidas por
CRISP-DM, pueden ser revisadas a mayor detalle por el lector en el ANEXO A.
Traduccion del modelo de referencia CRISP DM 1.0, para lo cual en cada caso se
referencia la tarea especifica.
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Tabla 5. Actividades de Gestién macro de proyectos de DM

Actividad

Responsable

Descripcion detallada de la actividad

Identificar tipo de
proyecto

Analista de
Mineria de Datos

Analiza las caracteristicas del requerimiento en base a levantamiento
de requerimiento previamente realizado, pudiendo profundizar sobre
el mismo mediante una nueva entrevista al stakeholder y/o al SME.
El objetivo es definir caracteristicas del proyecto como: extension,
complejidad, tipo de técnica a emplearse, etc.
Nota:

e Como entrada se emplea el documento resultante de la

elicitacion de requerimiento: ERS o Historia de Usuario.

Configurar el
proyecto

Analista de
Mineria de Datos

Consisten en la definicién en un Plan de Configuraciéon donde el
analista seleccione las actividades del modelo metodoldgico que
aplican al proyecto y los artefactos a emplear (dependiendo del
contexto de DM), ademéas de definir un repositorio para que dichos
documentos sean adecuadamente accedidos y modificados por el
equipo.

Nota:

e Se puede aplicar aspectos generales de la Gestién de
Configuracion de CMMI (Modelo de Madurez de la
Capacidad Integrado).

e Dependiendo del tamafio del proyecto el Plan de
Configuracion podria formar parte del Plan de Proyecto.

e Se debe diferenciar las actividades que seran seguidas en
la iteracion de experimentacion a diferencia de las que se
seguiran en la iteracion detallada.

Iteracion de
experimentacién
sobre CRISP-DM
(Subproceso)

Analista de
Mineria de Datos

Subproceso en el que se ejecutan las actividades de una primera
iteracion del proceso CRISP-DM para verificar la factibilidad del
proyecto y mejorar la comprension del contexto por parte del equipo.

Registrar
observaciones al
requerimiento

Analista de
Mineria de Datos

Describe las causas que justifican la no factibilidad o conveniencia de
la ejecucion del proyecto actual, para que el director del
departamento pueda decidir sobre cancelar el proyecto o modificar el
requerimiento primario.
Nota:
e Se ejecuta si previamente se ha definido que el proyecto no
es factible o conveniente (costo / beneficio)

Iteracion
detallada sobre
CRISP-DM
(Subproceso)

Analista de
Mineria de Datos

Subproceso en el que se ejecutan una segunda iteracion de CRISP-
DM, previamente se entiende verificada la factibilidad del proyecto,
por lo que en este subproceso la intencion es ser mas detallado y
recabar documentacion para posibles futuras réplicas del proyecto.
Nota:
e Se ejecuta una vez que se ha comprobado la factibilidad y
conveniencia del proyecto.

Definir préximos
pasos

Analista de
Mineria de Datos
/ Director de
DTIC

Equivalente a la Tarea 5.3 de CRISP-DM

Decidir como se va a proceder en base a los resultados de la
evaluacion, se decide en conjunto con el Director del Departamento
si se debe ejecutar una nueva iteracion, iniciar un nuevo proyecto o
iniciar una fase de implementacion / despliegue del proyecto.
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Etapa 6: Despliegue

Actividad Responsable Descripcion detallada de la actividad
Desarrollar plan Analista de Equivalente a las Tareas 6.1y 6.2 de CRISP-DM
de despliegue, Mineria de Datos
supervision y Determinar una estrategia de despliegue dependiendo de los
mantenimiento. requerimientos iniciales, tipo de entregable: sistema, informe,

conocimiento, respuesta, etc.

Si los resultados son parte del negocio cotidiano y su ambiente, es
necesario definir la supervision y el mantenimiento del mismo.

Salidas posible:
e Plan de despliegue.
e Plan de monitoreo y mantenimiento.

Elaborar informe | Analista de Equivalente a la Tarea 6.3 de CRISP-DM
final Mineria de Datos
Redactar un informe final, pudiendo ser sélo un resumen del
proyecto, una presentacion, etc.

Salidas posible:
e Reporte final
e Presentacion final

Revisar el Analista de Equivalente a la Tarea 6.4 de CRISP-DM
proyecto Mineria de Datos
Evaluar lo correcto e incorrecto, lo que se hizo bien y lo que puede
mejorarse.

Salidas posible:
e Documentacion de la experiencia.

ELABORACION: Gustavo Cordero

4.6.3 Iteracion de experimentacion e Iteracion detallada sobre CRISP-
DM

Como se menciono anteriormente ambos procesos se levantan sobre el mismo marco
metodoldgico CRISP-DM, compartiendo caracteristicas como los actores y artefactos
empleados. Por ello en este punto se va a detallar un Unico proceso denominado
Iteracion sobre CRISP-DM, y posteriormente se detallaran algunos aspectos a
considerar correspondientes a la Iteracion de experimentacion.

A continuacién se indican las caracteristicas o perfiles de los actores involucrados en
el proceso:
e Analista de Mineria de Datos: especialista técnico encargado de coordinar el
proyecto de Mineria de Datos con los demas participantes y es el responsable
de la ejecucion de las actividades de analisis de datos.
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e DWH Experto: especialista técnico experto en la implementacion del sistema
de Data Warehouse (DWH), por lo que debe conocer el dominio de los datos
disponibles en los Data Marts que lo conforman. En caso de que existan
origenes de datos adicionales al DWH relevantes para el analisis, sera la
persona que tenga el criterio para decidir si estos origenes son convenientes
de ser incorporados al DWH vy las politicas que definirdn la implementacion del
nuevo Data Mart.

e DBA - Experto en bases de datos: especialista técnico, con conocimiento de
las bases de datos y estructuras disponibles en los sistemas de la universidad,
este rol podra ser desempefiado por mas de una persona dado el numero de
sistemas manejado por la universidad.

e SME - Subject Matter Expert: especialista experto en la teméatica de negocio
sobre la cual el problema o requerimiento se desarrolla. Igualmente dada la
extension del problema planteado podria ser una 0 mas personas.

Referenciando los lineamientos de CRISP-DM, el analista de Mineria de Datos esta
en libertad de seleccionar qué actividades y artefactos va a emplear en su proyecto,
tomando en consideracion las caracteristicas propias del mismo y el contexto de
negocio en el cual se desarrolla, por tanto un proyecto de Mineria de Datos que siga
esta metodologia no esta obligado a ejecutar cada una de las actividades descritas
en el presente proceso metodoldgico, de ello que las actividades listadas en la Tabla
6 son las sugeridas en base al estandar, y dependera del criterio del Analista el
desarrollo de las mismas. Dicha seleccion de las actividades a realizar y los artefactos
a emplear deberia ser realizada en la actividad Configurar el Proyecto dentro del
proceso Gestibn macro de proyecto de DM, no obstante dicho artefacto podria
cambiar durante la ejecucion de las Iteraciones sobre CRISP-DM.

La Figura 10 corresponde a la primera parte del proceso, estos pasos involucran las
fases iniciales de Compresion del negocio y Comprension de los datos, en la primera
el analista profundiza sus conocimientos sobre el negocio (partiendo ERS o Historia
de Usuario), apoyado en el especialista en DWH y el DBA identifica los recursos de
datos disponibles que apoyan el objetivo del proyecto, en esta fase se generan
importantes artefactos como: objetivos de negocio, inventario de recursos disponibles,
objetivos de Mineria de Datos. Posteriormente en la fase de Comprension de los
datos, el analista profundiza en las caracteristicas de los datos disponibles,
igualmente se apoya en los especialistas en DWH y DBA para obtener los datos en
un formato analizable al tiempo que se verifica que la calidad de los mismos sea
adecuada.
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Figura 10. lteracién sobre CRISP-DM (Parte 1)

La Figura 11 corresponde a la segunda parte del proceso, la que corresponde a las
fases de Preparacion de datos, Modelamiento y Evaluacién. En la fase de Preparaciéon
de datos el analista selecciona los datos que encuentra de aporte mas significativo al
andlisis, los especialistas en DWH y el DBA, participan en la preparacion y limpieza
de los datos, al final de esta fase el analista cuenta con un Dataset adecuado para
ejecutar el modelado.

La fase de Modelado en cambio es realizada por el Analista, en ésta fase se realiza
la experimentacion a través de la aplicacion de una o mas técnicas para el problema
de Mineria de Datos planteado. En la siguiente fase de Evaluacion, los resultados
obtenidos en el Modelamiento son analizados también por el SME dentro del contexto
de Negocio, en este analisis se incluye también cualquier otro resultado producido a
lo largo del proyecto.
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Figura 11. lteracion detallada sobre CRISP-DM (Parte 2)

En la Tabla 6. Actividades del proceso Iteracion sobre CRISP-DM, se presenta un
listado descriptivo de las actividades que componen este proceso, en esta tabla se
han subrayado aquellas actividades se sugiere deben realizarse en la lteracion de
experimentacion. Cabe indicar también, que aquellas actividades del proceso que
son equivalentes a las definidas por CRISP-DM, pueden ser revisadas a mayor detalle
por el lector en el ANEXO A. Traduccién del modelo de referencia CRISP DM 1.0,
para lo cual en cada caso se referencia la tarea especifica.

Autor: Gustavo Cordero P. Pag. 32



Universidad de Cuenca

rows V& !wtumm —

| UNVERSIDAD O CUENEA

Tabla 6. Actividades del proceso lteracién sobre CRISP-DM

Etapa 1: Comprension del Negocio

Actividad

Responsable

Descripcion detallada de la actividad

Determinar los

objetivos del
negocio

Analista de
Mineria de Datos

Equivalente a la Tarea 1.1 de CRISP-DM

Entender desde una perspectiva de negocio y dentro de su
contexto, lo que el cliente quiere lograr. Equilibrando los posibles
objetivos y las restricciones.

Salidas posibles:
e Antecedentes
e  Objetivos de negocio
e Criterios de éxito de negocio

Identificar datos
relacionados

disponibles en
DWH

DWH Experto

Una vez comprendida el problema en términos de negocio, el DWH
Experto identificara los datos disponibles en el sistema de Data
Warehouse que estén relacionados con el problema planteado.

Identificar datos
relacionados
disponibles en
sistemas
transaccionales

DBA - Experto en
esquema de datos

Una vez comprendida el problema en términos de negocio, el DBA
o Experto en esquema de datos, identificara los datos disponibles
en los diversos sistemas transaccionales que estén relacionados
con el problema planteado.

Evaluar la
situacion

Analista de
Mineria de Datos

Equivalente a la Tarea 1.2 de CRISP-DM

Comprender con un mayor nivel de detalle el problema, los
recursos disponibles, restricciones y otros factores que definiran el
objetivo del andlisis y el plan de proyecto.

Salidas posibles:
e Inventario de recursos
e Requerimientos, presunciones y asunciones
e Riesgos y contingencias

Determinar los
objetivos de DM

Analista de
Mineria de Datos

Equivalente a la Tarea 1.3 de CRISP-DM

Describir en términos técnicos (Mineria de Datos), los objetivos del
proyecto.

Salidas posibles:
e Objetivos de la Mineria de Datos.
e Criterios de éxito de la Mineria de Datos.

Elaborar plan de
proyecto

Analista de
Mineria de Datos

Equivalente a la Tarea 1.4 de CRISP-DM
Definir el plan adecuado para alcanzar los objetivos de la Mineria
de Datos, se debe especificar los pasos, incluyendo seleccién de

herramientas y técnicas.

En este paso se verifica y ajusta la gestion de configuracion.
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Salidas:
e Plan de proyecto.

Etapa 2: Comprension de los datos

Actividad

Responsable

Descripcion detallada de la actividad

Solicitar datos

Analista de

Definir una estructura en la que se solicitaran los datos

iniciales Mineria de Datos identificados dentro del inventario de recursos.
Salidas:
e Esqguemas de datos iniciales
Recolectar y DWH Experto Equivalente a las Tareas 2.1y 2.2 de CRISP-DM
describir los datos
solicitados Adquirir los datos listados como recursos del proyecto y que

reposan en el DWH, y examinar las propiedades superficiales de
los datos (numero de registros, campos de las tablas)

Salidas posibles:
e Informe de recoleccién de datos iniciales
e Informe de descripcién de datos

Verificar la calidad

de los datos

DWH Experto

Equivalente a las Tareas 2.4 de CRISP-DM

Evaluar si los datos obtenidos poseen calidad: los datos son
completos, estan presentes errores (y qué tan frecuentes), existen
valores perdidos, etc.

Salidas posibles:
e Informe de calidad de datos

Exportar datos

DWH Experto

Exportar los datos segun la estructura solicitada (si es conveniente

solicitados y factible).
Salida.
e Data Set
Recolectar y DBA - Experto en Equivalente a las Tareas 2.1y 2.2 de CRISP-DM
describir los datos | esquema de datos
solicitados Adquirir los datos listados como recursos del proyecto y que

reposan en los sistemas transaccionales, examinar las
propiedades superficiales de los datos (nimero de registros,
campos de las tablas)

Salidas posibles:
e Informe de recoleccion de datos iniciales
e Informe de descripcion de datos

Verificar la calidad

de los datos

DBA - Experto en
esquema de datos

Equivalente a las Tareas 2.4 de CRISP-DM

Evaluar si los datos obtenidos poseen calidad: los datos son
completos, estan presentes errores (y qué tan frecuentes), existen
valores perdidos, etc.
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Salidas posibles:
e Informe de calidad de datos

Exportar datos
solicitados

DBA - Experto en
esquema de datos

Exportar los datos segun la estructura solicitada (si es conveniente
y factible).

Salida.
e Data Set

Crear Data Mart

DWH Experto

Crear un Data Mart para el Data Set preparado por el DBA -
Experto en esquema de datos, para ello sera valioso contar con un
adecuado Informe de recoleccion de datos iniciales donde se
detallen las fuentes de los datos.

Nota:

e En caso de que los datos proporcionados por el DBA -
Experto en esquema de datos sean de interés para su
inclusién dentro del DWH. Normalmente esto sera
adecuado si el proyecto podria ser repetido o generara un
modelo con retroalimentacién.

Explorar los datos

Analista de
Mineria de Datos

Equivalente a las Tareas 2.3 de CRISP-DM

Consiste en analizar las preguntas de Mineria de Datos usado
técnicas de consulta, visualizacién y reportes, (previamente los
datos deberian estar cargados en alguna herramienta para
comprension de datos). Esta actividad es sumamente importante
puesto que generara conocimiento para la etapa de
transformacion.

Salida:
e Informe de exploracion de datos

Verificar la calidad

de los datos

Analista de
Mineria de Datos

Equivalente a las Tareas 2.4 de CRISP-DM

Evaluar si los datos obtenidos poseen calidad: los datos son
completos, estan presentes errores (y qué tan frecuentes), existen
valores perdidos, etc.

Salidas posibles:
e Informe de calidad de datos

Etapa 3: Preparacion de los datos

Actividad

Responsable

Descripcion detallada de la actividad

Seleccionar los
datos de analisis

Analista de
Mineria de Datos

Equivalente a la Tarea 3.1 de CRISP-DM

Decidir qué datos seran utilizados para el andlisis. En base a su
importancia, calidad y restricciones.

Nota:
e La seleccion se refiere tanto a las columnas a usar como
a las filas o registros de una tabla.
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Salidas posibles:
e Razonamiento para inclusién o exclusién

Preparar los datos
seleccionados

DWH Experto /
DBA - Experto en
esquema de datos

Adquirir los datos en base a la seleccion realizada.

Limpiar los datos

DWH Experto /
DBA - Experto en
esquema de datos

Mejorar la calidad de los datos a un nivel que permita la ejecucion
de las técnicas seleccionadas.

Notas:
e Puede involucrar reemplazo de datos erréneos.

Salidas posibles:
e Informe de limpieza de los datos.

Construir los
datos

Analista de
Mineria de Datos

Construir datos a partir de operaciones especiales, por ejemplo
para la creacion de atributos derivados, o creacion de nuevos
registros o transformacién de valores para atributos existentes.

Salidas posibles:
e  Atributos derivados
e Registros generados

Integrar los datos

Analista de
Mineria de Datos

Equivalente a la Tarea 3.4 de CRISP-DM

Corresponde a la realizacion de operaciones para generar datos
combinados a partir de tablas u otros registros.

Salidas combinadas:
e Datos combinados

Actualizar Data
Mart en DWH

DWH Experto

En base a las operaciones realizadas anteriormente se evalla si
los datos ahora forman parte del DWH, para que en este caso las
operaciones realizadas puedan implementarse también dentro del
DWH.

Formatear datos

Analista de
Mineria de Datos

Transformar sintacticamente los datos (estos no cambian su
significado), es una operacion realizada en base a las directrices
dadas por la herramienta empleada mas adelante para en el
modelado.

Etapa 4: Modelado

Actividad

Responsable

Descripcion detallada de la actividad

Definir la técnica
de modelado

Analista de
Mineria de Datos

Equivalente a la Tarea 4.1 de CRISP-DM

Seleccionar la técnica de modelado real a usar, se refiere al
algoritmo mismo que se empleara.

Salidas posibles:
e Técnica de modelado
e Presunciones de modelado

Generar prueba

Analista de

Equivalente a la Tarea 4.2 de CRISP-DM
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de disefio Mineria de Datos
Antes de construir el modelo, es necesario construir un
procedimiento o mecanismo para probar la calidad y validez del
modelo.
Salidas posibles:
e Prueba de disefio
Construir el Analista de Equivalente a la Tarea 4.3 de CRISP-DM
modelo Mineria de Datos

Ejecutar la herramienta para modelado con el Data Set preparado.

Salidas:
e  Configuracion de parametros
e Modelos

e Descripcién de modelos

Evaluar el modelo

Analista de
Mineria de Datos

Equivalente a la Tarea 4.4 de CRISP-DM

Interpretacion y evaluacion de los modelos segin el conocimiento
del dominio, los criterios de éxito de Mineria de Datos y la prueba
de disefio.

Salidas:
e Evaluacién de modelos
e Parametro de ajustes revisados

Etapa 5: Evaluacion

Actividad Responsable Descripcion detallada de la actividad
Evaluar los Analista de Equivalente a la Tarea 5.1 de CRISP-DM
resultados Mineria de Datos

Se evalla el grado en que el modelo cumple con los objetivos de
negocio y si en este contexto los modelos poseen alguna
deficiencia.

Nota:

e Esta actividad es equivalente a la Evaluar el aporte del
modelo realizada por el SME, en este caso se ha
separado en dos, con la idea de retroalimentar la
interpretacion del Analista de Mineria de Datos, con la
interpretacion de un experto.

Evaluar el aporte
del modelo

SME - Experto en
el tema

Equivalente a la Tarea 5.1 de CRISP-DM

Se evallia el grado en que el modelo cumple con los objetivos de
negocio y si en este contexto los modelos poseen alguna
deficiencia.

Salidas posibles:
e Evaluacion de los resultados de DM en relacion a los
criterios de éxito del negocio.
e Modelos aprobados
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Revisar el proceso | Analista de Equivalente a la Tarea 5.2 de CRISP-DM
Mineria de Datos
Revisar en busca de omisiones en el proceso de Mineria de Datos,
en busca de asegurar la calidad.

Salidas posibles:
e Revision del proceso

ELABORACION: Gustavo Cordero

5 APLICACION DEL PROCESO EN TRES CASOS DE USO.

En el presente capitulo se procede a ejecutar el proceso metodoldgico definido en el
capitulo anterior sobre tres problemas especificos de andlisis de datos, estos son:

1. Identificar qué criterios entre asignaturas, calificaciones y datos de la ficha
socioeconOmica son los mas relacionados al éxito académico en alumnos
nuevos y analizar si estos son los mismos dependiendo de la facultades.

2. Cuan factible seria la construccion de una herramienta automatica que permita
anticipar casos de desercion sobre estudiantes que ingresan a la universidad.

3. Determinar si existe una relacion entre el proceso de evaluacién docente y la
aprobacion del alumno a la respectiva materia dictada por el docente evaluado.

En el caso del presente estudio, al corresponder a un proyecto de titulacion cuyos
objetivos estuvieron previamente definidos, se va a partir directamente desde las
actividades propias del subproceso Gestion macro de proyectos de DM ya que las
actividades de Levantar Requerimiento y Definir el equipo fueron previamente
realizadas. El equipo definido para la ejecucién de estos tres proyectos especificos
consta de los siguientes participantes:

e Analista de Mineria de Datos: Tesista.

e DWH Experto: técnico encargado de la construccion del sistema de Data

Warehouse de la Universidad.
e DBA - Experto en esquemas de datos: especialista miembro de la DTIC

La especificacion de la ejecucion del proceso sobre los problemas planteados se hara
a través de formularios a manera de tablas una por cada actividad del proyecto, como
se puede observar en el ejemplo presentado en la Tabla 7. Si las actividades fueron
realizadas en mas de una ocasién, esto quiere decir en mas de una iteracion, esto
serd mencionado dentro de su descripcion, y se entendera que cada formulario
corresponde a la ultima versién de la actividad especificada.
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Tabla 7. Ejemplo de especificacion de actividades seguidas en el proceso.

Actividad:

Descripcién de la actividad realizada...
Si la tarea fue realizada en mas de una iteracién se indicara brevemente este particular.

Artefacto elaborado Nombre del artefacto

Especificacion del Artefacto...

ELABORACION: Gustavo Cordero

5.1 Problema 1: determinar los criterios mas relacionados al éxito

academico.
Definicion del requerimiento: Identificar qué criterios entre asignaturas,
calificaciones y datos de la ficha socioeconémica son los mas relacionados al éxito

académico en alumnos nuevos y analizar si estos son los mismos dependiendo de
las facultades.

Nombre del proyecto: Seleccién de atributos relacionados al éxito académico.

Proyecto: Seleccion de atributos relacionados al éxito académico.

Actividad:

El problema definido busca que a partir de un conjunto de atributos disponibles se determine cudles de ellos se
encuentran mas relacionados al éxito académico, por tanto el proyecto se refiere a un ejercicio de seleccion de
atributos dentro del contexto de Mineria de Datos.

Proyecto: Seleccidn de atributos relacionados al éxito académico

Actividad:

Una vez definido que el proyecto de negocio corresponde a un proyecto de Mineria de Datos de seleccion de
atributos, se procede a definir las actividades a ejecutar, para ello siguiendo la propuesta del modelo
metodolégico primero se planificara la ejecucion de una iteracién de experimentacion.
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Nota: el artefacto producto de esta actividad fue modificado dado que posteriormente se encontrdé necesario
gue compartan el mismo data set que el problema siguiente, por tanto varios artefactos del proyecto 2 aplicaran
al presente proyecto, por tanto sélo se procede a listar pero ya no seran incluidos nuevamente.

Artefactos a emplear en lteracion sobre CRISP-DM | Artefactos a emplear en Iteracion sobre CRISP-DM

(Experimental) (Detallada)
1. Objetivos de Negocio 1. Objetivos de Negocio
2. Inventarios de Recursos (Proyecto 2) 2. Inventarios de Recursos (Proyecto 2)
3. Objetivos de Mineria de Datos y criterios 3. Objetivos de Mineria de Datos y criterios de

de éxito éxito (Proyecto 2)

4. Esquema de datos iniciales (Proyecto 2) Plan de proyecto

5. Plan de inclusion o exclusion de datos Esquema de datos iniciales (Proyecto 2)
(Proyecto 2) Informe de exploracion de datos (Proyecto 2)

6. Informe de resultados obtenidos por el Informe de calidad de los datos(Proyecto 2)
modelo Plan de inclusion o exclusion de datos
(Proyecto 2)

9. Informe de resultados obtenidos por el modelo

© N g

Proceso para la gestién de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad: Determinar los Objetivos de Negocio

Partiendo de la definicién del requerimiento lo que se busca son dos objetivos:
1. Determinar de entre los datos disponibles de los alumnos que ingresan a la universidad, cuales de
ellos se encuentran mas relacionados al éxito académico.
2. Analizar los atributos seleccionados son los mismos para todas facultades o existe alguna
diferenciacion.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad: Identificar los datos relacionados y disponibles en

el DHW

Dado que el sistema de DWH se encuentra en fase de implementacion, actualmente no existen datos
disponibles y que sean de utilidad a esta problematica.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad: Identificar los datos relacionados y disponibles en

sistemas transaccionales

Al igual que el Problema 2: Modelo predictivo de desercion estudiantil en estudiantes que ingresan a la
universidad, el presente problema esta relacionado al éxito académico en estudiantes que ingresan a la
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universidad, por ello se considerd adecuado emplear el mismo data set para ambos problemas, y profundizar
en el sobre los analisis por facultad y carrera como indica el problema planteado. Esto nos permitira aportar en
la seleccion de atributos para el problema 2.

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad:

Dado que el problema se refiere a alumnos nuevos la informacién disponible Gnicamente corresponde a la ficha
socioecondémica que los alumnos deben llenar dentro del proceso de matriculacion, y los datos de su matricula
como carrera y facultad.

A continuacion se listan el inventario de recursos.

Inventario de recursos e Datos: datos de la ficha socioeconémica de
los alumnos, datos académicos de los
alumnos.

e Personal: como SME de negocio y Experto
de Mineria de Datos se cuenta del Director de
la DTIC. Como expertos en los datos se
cuenta con especialistas de la DTIC.

e Herramienta: como herramienta a emplear se
utilizaran Datacleaner, Spoon de pentaho,
Weka.

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad:

En base a los requerimientos de negocio, los objetivos de Mineria de Datos son los siguientes:
e Aplicar una técnica de Mineria de Datos para la seleccion de atributos que se encuentren mas
relacionados con el éxito académico.

El criterio de éxito sera obtener al menos un ranking que muestre los atributos que mas se relacionan a la
variable de interés (éxito académico).

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad:

En esta actividad se procedié completar el artefacto Plan de Proyecto, el mismo dio inicio con la actividad de
Configurar el Proyecto, en este punto se incluye la planificacién de la duracién de las etapas e iteraciones del
proyecto.

Autor: Gustavo Cordero P. Pag. 41



rows V& ‘utumm —

| UNVERSIDAD D CUENCAS

Universidad de Cuenca

Artefacto Plan de Proyecto

Gestion de configuracién: hace referencia al artefacto generado en la actividad anterior
Configurar el proyecto.

Numero de lteraciones planificado: 1
e Experimental: iteracion para realizar el analisis, no requiere de documentacion considerable puesto
gue consiste mas en un pequefo experimento de seleccién de atributos.
Fases a ejecutar: dado que el presente proyecto emplea los mismos datos que el proyecto 2, las fases de
comprension y preparacion de los datos seran ejecutadas una sola vez para ambos proyectos, siendo estas
registradas en el proyecto 2.
e 1. Comprension del negocio (duracion 1 dias)
o Entrada: requerimiento de negocio
o Salida: objetivos de Mineria de Datos
e 2. Modelamiento (duracién 1 dias)
o Entrada: datos del Proyecto 1.
o Salida: modelo de Mineria de Datos.
e Evaluacioén (duracion 1 dias)
o Entrada: salida de la fase anterior.
o Salida: informe de los resultados obtenidos.

Duracion total: 1 semana.

Riesgos identificados y plan de contingencia:
e Por el tamafio del proyecto los riegos no son representativos.

Herramienta a emplear: WEKA

Nota: el artefacto Plan de Proyecto si bien se inici6 con su elaboraciéon en la primera iteracion, con la
especificacién de la Configuracién del Proyecto, posteriormente fue elaborado en la segunda.

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad:

En esta actividad se establecié una matriz de ejemplo, para que en base a ella se generase un data set con los
datos iniciales.

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad:

En el caso del presente proyecto no se requiere la construccién de un modelo, en lugar de ello se requiere
emplear una técnica de seleccion de atributos para lo cual se emplea algunos algoritmos evaluadores
implementados dentro de la herramienta WEKA para comparar sus resultados todos ellos emplearan como
método de busqueda Ranker

e CorrelationAttributeEval

e InfoGainAttributeEval

e  GainRatioAttributeEval
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OneRAttributeEval
ReliefFAttributeEval

Proyecto:

Seleccion de atributos relacionados al éxito académico

Actividad:

P wbhPR

FACULTAD DE CIENCIAS ECONOMICAS Y ADMINISTRATIVAS (# Instancias: 2018)
FACULTAD DE FILOSOFIA, LETRAS Y CIENCIAS DE LA EDUCACION (# Instancias: 1883)
FACULTAD DE CIENCIAS MEDICAS (# Instancias: 1669)

FACULTAD DE INGENIERIA (# Instancias: 984)

Para comprobar la validez de la seleccion de atributos se seleccionara al algoritmo con la mayor cantidad
coincidentes en los primeros puestos con los otros rankings.

Una vez seleccionado el algoritmo se procedera a ejecutar nuevamente la seleccién de atributos en las
Facultades y Carreras con mayor niumero de registros para analizar si los atributos mas relacionados al éxito
académico son diferentes en cada caso. Las facultades a analizar seran las siguientes:

Proyecto:

Seleccion de atributos relacionados al éxito académico

Actividad:

Seleccidn de atributos

A continuacién son presentados los resultados de la ejecucion de los algoritmos de seleccion de atributos:

0.14748
0.1473
0.14138
0.13936
0.13926
0.13557
0.10716
0.09802
0.09361
0.08863
0.08388
0.07299
0.07173
0.06986
0.06886
0.06746
0.06317
0.06002
0.05695
0.05203
0.05141
0.035
0.03047
0.02159

CorrelationAttributeEval

Ranked attributes:

1 APORTES_IESS
29 SEXO
9 FICHA
33 TOTAL_EGRESOS
30 SUELDOS
34 TOTAL_INGRESOS
25 PERIODO_INICIAL
17 NRO_VEHICULOS
8 FACULTAD
35 ZONA_VIVIENDA
7 ETNIA
27 PROVINCIA_VIVIENDA_FAMILIAR
10 IMPUESTO_PREDIAL
12 MATERIALES_VIVIENDA
2 AVALUO_ACUMULADO_VEHICULOS
20 NUM_INTEGRANTES
4 CARRERA
21 NUM_LINEAS_TELEFONICAS
3 CANTON_VIVIENDA_FAMILIAR
11 IMPUESTO_RENTA
14 NRO_PROPIEDADES_NO_RENTERAS

18 NUM_ESTUDIANTES_FAMILIA

19 NUM_HIJOS_MENG6_ESTUDIANTE
31 TENENCIA_VIVIENDA

InfoGainAttributeEval

Ranked attributes:

0.169203916
0.109477003
0.086928155
0.030037446
0.027124776
0.026561301
0.022257231
0.021903543
0.019159749
0.018565962
0.017093686
0.015885009
0.006921948
0.006875822
0.005910869
0.005606558
0.004593177
0.003848073
0.003371882
0.003042136
0.002268579
0.002046476
0.001981482
0.001851755

4 CARRERA

25 PERIODO_INICIAL

8 FACULTAD

30 SUELDOS

3 CANTON_VIVIENDA_FAMILIAR

7 ETNIA

34 TOTAL_INGRESOS

9 FICHA

1 APORTES_IESS

27 PROVINCIA_VIVIENDA_FAMILIAR
33 TOTAL_EGRESOS

29 SEXO

2 AVALUO_ACUMULADO_VEHICULOS
17 NRO_VEHICULOS

20 NUM_INTEGRANTES

10 IMPUESTO_PREDIAL

12 MATERIALES_VIVIENDA

35 ZONA_VIVIENDA

21 NUM_LINEAS_TELEFONICAS

31 TENENCIA_VIVIENDA

11 IMPUESTO_RENTA

13 MENSUAL_PAGO_ARRIENDO

18 NUM_ESTUDIANTES_FAMILIA

14 NRO_PROPIEDADES_NO_RENTERAS
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0.01968 23 PAIS_VIVIENDA_FAMILIAR

0.01962 15 NRO_PROPIEDADES_RENTERAS
0.0178 13 MENSUAL_PAGO_ARRIENDO

0.01637 6 ESTUDIO_OTRA_CARRERA

0.0122 22 OTROS_INGRESOS

0.01091 16 NRO_PROPIEDADES_VACACIONALES
0.0081 28 RENTAS

0.00324 24 PENSIONES

0.003 26 PORCENTAJE_DISCAPACIDAD

0.00152 32 TIENECARNET

0.0007233 19 NUM_HIJOS_MENG6_ESTUDIANTE
0.000477533 23 PAIS_VIVIENDA_FAMILIAR
0.00038843 6 ESTUDIO_OTRA_CARRERA
0.000000299 32 TIENECARNET

0

0
0
0
0

Este algoritmo gener6 un ranking representativo con relacion
a los rankings de los otros algoritmos. (Sus 10 primeros
atributos estuvieron también en los 10 primeros de al menos

24 PENSIONES

15 NRO_PROPIEDADES_RENTERAS

28 RENTAS

26 PORCENTAJE_DISCAPACIDAD

16 NRO_PROPIEDADES_VACACIONALES
22 OTROS_INGRESOS

dos rankings)

GainRatioAttributeEva

Ranked attributes:

0.084151407 9 FICHA

0.039474774 23 PAIS_VIVIENDA_FAMILIAR
0.038189231 25 PERIODO_INICIAL

0.030863335 4 CARRERA

0.026525724 8 FACULTAD

0.022810118 27 PROVINCIA_VIVIENDA_FAMILIAR
0.020809079 7 ETNIA

0.01850509 3 CANTON_VIVIENDA_FAMILIAR
0.016014552 29 SEXO

0.015565855 33 TOTAL_EGRESOS

0.013674517 30 SUELDOS

0.013345877 1 APORTES_IESS

0.010108253 34 TOTAL_INGRESOS

0.009503326 2 AVALUO_ACUMULADO_VEHICULOS
0.007978362 17 NRO_VEHICULOS

0.007792705 20 NUM_INTEGRANTES
0.007361584 10 IMPUESTO_PREDIAL
0.005961524 35 ZONA_VIVIENDA

0.005843108 12 MATERIALES_VIVIENDA
0.004984711 11 IMPUESTO_RENTA

0.00363637 14 NRO_PROPIEDADES_NO_RENTERAS
0.003467886 21 NUM_LINEAS_TELEFONICAS
0.002489319 18 NUM_ESTUDIANTES_FAMILIA
0.002192051 13 MENSUAL_PAGO_ARRIENDO
0.001711137 31 TENENCIA_VIVIENDA
0.001294179 6 ESTUDIO_OTRA_CARRERA
0.001148421 19 NUM_HIJOS_MEN6_ESTUDIANTE
0.000000399 32 TIENECARNET

0 24 PENSIONES

15 NRO_PROPIEDADES_RENTERAS

28 RENTAS

26 PORCENTAJE_DISCAPACIDAD

16 NRO_PROPIEDADES_VACACIONALES
22 OTROS_INGRESOS

O OO oo

OneRAttributeEval

Ranked attributes:

74.3669
72.5661
69.6023
69.5648
69.5179
68.9458

4 CARRERA

8 FACULTAD

3 CANTON_VIVIENDA_FAMILIAR

27 PROVINCIA_VIVIENDA_FAMILIAR
7 ETNIA

30 SUELDOS

68.777 34 TOTAL_INGRESOS

68.6738
68.6081
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5425
68.5331
68.5144
68.505

68.4487
68.4206
68.2893
68.2048
68.0173
67.9985
67.7828

17 NRO_VEHICULOS

22 OTROS_INGRESOS

9 FICHA

6 ESTUDIO_OTRA_CARRERA

16 NRO_PROPIEDADES_VACACIONALES
15 NRO_PROPIEDADES_RENTERAS

14 NRO_PROPIEDADES_NO_RENTERAS
12 MATERIALES_VIVIENDA

35 ZONA_VIVIENDA

18 NUM_ESTUDIANTES_FAMILIA

19 NUM_HIJOS_MENG6_ESTUDIANTE

31 TENENCIA_VIVIENDA

20 NUM_INTEGRANTES

32 TIENECARNET

25 PERIODO_INICIAL

29 SEXO

21 NUM_LINEAS_TELEFONICAS

24 PENSIONES

23 PAIS_VIVIENDA_FAMILIAR

26 PORCENTAJE_DISCAPACIDAD

28 RENTAS

13 MENSUAL_PAGO_ARRIENDO

1 APORTES_IESS

10 IMPUESTO_PREDIAL

11 IMPUESTO_RENTA

2 AVALUO_ACUMULADO_VEHICULOS
33 TOTAL_EGRESOS

ReliefFAttributeEval

Ranked attributes:

0.15795348 4 CARRERA

0.0993716 25 PERIODO_INICIAL

0.08745076 8 FACULTAD

0.06993997 7 ETNIA

0.03334271 9 FICHA

0.01614184 27 PROVINCIA_VIVIENDA_FAMILIAR
0.01187404 3 CANTON_VIVIENDA_FAMILIAR
0.01082349 29 SEXO
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0.00438004 18 NUM_ESTUDIANTES_FAMILIA
0.00406265 22 OTROS_INGRESOS

0.00388191 20 NUM_INTEGRANTES

0.00359574 30 SUELDOS

0.00327331 19 NUM_HIJOS_MENG6_ESTUDIANTE
0.0031434 34 TOTAL_INGRESOS

0.0028798 1 APORTES_IESS

0.00202589 12 MATERIALES_VIVIENDA
0.00150311 33 TOTAL_EGRESOS

0.00077847 6 ESTUDIO_OTRA_CARRERA
0.00071412 24 PENSIONES

0.00057122 10 IMPUESTO_PREDIAL

0.00021572 17 NRO_VEHICULOS

0.00012193 35 ZONA_VIVIENDA

0.00011031 2 AVALUO_ACUMULADO_VEHICULOS
0.00002814 23 PAIS_VIVIENDA_FAMILIAR
0.00000804 15 NRO_PROPIEDADES_RENTERAS
-0.00007972 28 RENTAS

-0.00019037 11 IMPUESTO_RENTA

-0.00020898 26 PORCENTAJE_DISCAPACIDAD
-0.00023448 32 TIENECARNET

-0.00026261 16 NRO_PROPIEDADES_VACACIONALES
-0.00030482 21 NUM_LINEAS_TELEFONICAS
-0.00112528 13 MENSUAL_PAGO_ARRIENDO
-0.00226036 31 TENENCIA_VIVIENDA

-0.00404239 14 NRO_PROPIEDADES_NO_RENTERAS

1
2
3
4.
5.
6
7
8
9

10.

4 CARRERA

25 PERIODO_INICIAL

8 FACULTAD

30 SUELDOS

3 CANTON_VIVIENDA_FAMILIAR

7 ETNIA

34 TOTAL_INGRESOS

9 FICHA

1 APORTES_IESS

27 PROVINCIA_VIVIENDA_FAMILIAR

Posterior a la actividad de Evaluar los Resultados, fue necesario regresar a esta actividad para aplicar el
algoritmo seleccionado (InfoGainAttributeEval), pero en este caso ejecutandose por cada facultad seleccionada
y analizar si los atributos seleccionados presentan una variacién, comparados con los atributos resultantes entre
los diez primeros con el andlisis realizado a todas las facultades, a continuacion se detallan:

FACULTAD DE CIENCIAS ECONOMICAS Y
ADMINISTRATIVAS

Ranked attributes:

0.0632578 4 CARREA
0.0630556 25 PERIODO_INICIAL
0.0240373 30 SUELDOS
0.018222
0.0157957 3 CANTON_VIVIENDA FAMILIAR
0.0122267 29 SEXO

0.0112244 9 FICHA

0.0073275 31 TENENCIA_VIVIENDA
0.0066593 12 MATERIALES_VIVIENDA
0.006182
0.0057204 18 NUM_ESTUDIANTES_FAMILIA
0.0043129 7 ETNIA

0.0034663 27 PROVINCIA_VIVIENDA FAMILIAR
0.003336
0.000477
0.0004735 6 ESTUDIO_OTRA_CARRERA
0.0000198 32 TIENECARNET

34 TOTAL_INGRESOS

19 NUM_HIJOS_MEN6_ESTUDIANTE

14 NRO_PROPIEDADES_NO_RENTERAS
35 ZONA_VIVIENDA

FACULTAD DE FILOSOFIA, LETRAS Y CIENCIAS
DE LA EDUCACION

Ranked attributes:

0.266867402 4 CARRERA

0.141959194 3 CANTON_VIVIENDA_FAMILIAR
0.130888993 27 PROVINCIA_VIVIENDA_FAMILIAR
0.118530711 7 ETNIA

0.117576795 25 PERIODO_INICIAL

0.06424072 12 MATERIALES_VIVIENDA
0.03931719 35 ZONA_VIVIENDA

0.037147323 34 TOTAL_INGRESOS

0.036770175 9 FICHA

0.022048004 33 TOTAL_EGRESOS

0.017544736 30 SUELDOS

0.01371088 20 NUM_INTEGRANTES

0.010691679 31 TENENCIA_VIVIENDA
0.009057723 1 APORTES_IESS

0.008614474 13 MENSUAL_PAGO_ARRIENDO
0.00795191 18 NUM_ESTUDIANTES_FAMILIA
0.006791163 19 NUM_HIJOS_MENG6_ESTUDIANTE
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8 FACULTAD

28 RENTAS

20 NUM_INTEGRANTES

10 IMPUESTO_PREDIAL

33 TOTAL_EGRESOS

2 AVALUO_ACUMULADO_VEHICULOS
26 PORCENTAJE_DISCAPACIDAD

11 IMPUESTO_RENTA

21 NUM_LINEAS_TELEFONICAS

16 NRO_PROPIEDADES_VACACIONALES
22 OTROS_INGRESOS

17 NRO_VEHICULOS

15 NRO_PROPIEDADES_RENTERAS
24 PENSIONES

23 PAIS_VIVIENDA_FAMILIAR

13 MENSUAL_PAGO_ARRIENDO

1 APORTES_IESS

0.00386554

29 SEXO

0.000293857 23 PAIS_VIVIENDA_FAMILIAR
0.000023649 6 ESTUDIO_OTRA_CARRERA
0.000000629 32 TIENECARNET

0 26 PORCENTAJE_DISCAPACIDAD

[=NeNelNeNeNoNeNoNeo e Ne Nol

2 AVALUO_ACUMULADO_VEHICULOS
28 RENTAS

8 FACULTAD

21 NUM_LINEAS_TELEFONICAS

10 IMPUESTO_PREDIAL

22 OTROS_INGRESOS

17 NRO_VEHICULOS

16 NRO_PROPIEDADES_VACACIONALES
15 NRO_PROPIEDADES_RENTERAS

14 NRO_PROPIEDADES_NO_RENTERAS
24 PENSIONES

11 IMPUESTO_RENTA

0.1544985

0.06240802
0.05919287
0.04580344
0.04033535
0.03799323
0.03339996
0.02487945
0.02403288
0.01577777
0.00920684
0.00864873
0.00840821
0.0076285

0.00606747
0.00430141
0.00327954
0.0032536

0.00285231
0.00143719
0.00000566

[=NeNelNeNelNeNeNeNeo e NoNo}

FACULTAD DE CIENCIAS MEDICAS

Ranked attributes:

25 PERIODO_INICIAL
34 TOTAL_INGRESOS
30 SUELDOS
1 APORTES_IESS
9 FICHA
33 TOTAL_EGRESOS
7 ETNIA
4 CARRERA
3 CANTON_VIVIENDA_FAMILIAR
20 NUM_INTEGRANTES
11 IMPUESTO_RENTA
27 PROVINCIA_VIVIENDA_FAMILIAR
17 NRO_VEHICULOS
21 NUM_LINEAS_TELEFONICAS
14 NRO_PROPIEDADES_NO_RENTERAS
29 SEXO
6 ESTUDIO_OTRA_CARRERA
31 TENENCIA_VIVIENDA
35 ZONA_VIVIENDA
12 MATERIALES_VIVIENDA
32 TIENECARNET

0 28 RENTAS

26 PORCENTAJE_DISCAPACIDAD

16 NRO_PROPIEDADES_VACACIONALES
8 FACULTAD

2 AVALUO_ACUMULADO_VEHICULOS
24 PENSIONES

23 PAIS_VIVIENDA_FAMILIAR

15 NRO_PROPIEDADES_RENTERAS
10 IMPUESTO_PREDIAL

19 NUM_HIJOS_MENG6_ESTUDIANTE
13 MENSUAL_PAGO_ARRIENDO

22 OTROS_INGRESOS

18 NUM_ESTUDIANTES_FAMILIA

FACULTAD DE INGENIERIA

Ranked attributes:

0.0706345
0.0290322
0.0275416
0.0216553
0.0185813
0.0130313
0.0120449
0.011825

0.0116977
0.0112612
0.0087995
0.0086977
0.0064308
0.0025028
0.0003383
0.0000805

o

(el eleNeNeNeNeoNoNe N NoNoNeNe o e Ne)

25 PERIODO_INICIAL

4 CARRERA

18 NUM_ESTUDIANTES_FAMILIA

3 CANTON_VIVIENDA_FAMILIAR

7 ETNIA

22 OTROS_INGRESOS

2 AVALUO_ACUMULADO_VEHICULOS
6 ESTUDIO_OTRA_CARRERA

9 FICHA

27 PROVINCIA_VIVIENDA_FAMILIAR
17 NRO_VEHICULOS

31 TENENCIA_VIVIENDA

12 MATERIALES_VIVIENDA

35 ZONA_VIVIENDA

29 SEXO

32 TIENECARNET

26 PORCENTAJE_DISCAPACIDAD

28 RENTAS

8 FACULTAD

21 NUM_LINEAS_TELEFONICAS

20 NUM_INTEGRANTES

30 SUELDOS

33 TOTAL_EGRESOS

10 IMPUESTO_PREDIAL

11 IMPUESTO_RENTA

24 PENSIONES

23 PAIS_VIVIENDA_FAMILIAR

19 NUM_HIJOS_MENG6_ESTUDIANTE

34 TOTAL_INGRESOS

16 NRO_PROPIEDADES_VACACIONALES
13 MENSUAL_PAGO_ARRIENDO

15 NRO_PROPIEDADES_RENTERAS

14 NRO_PROPIEDADES_NO_RENTERAS
1 APORTES_IESS

En azul se presentan los atributos que forman parte del top ten del ranking a nivel de todas las facultades, y en
naranja los atributos que en el andlisis por cada facultad se insertan dentro de los diez primeros.

Proyecto:

Seleccion de atributos relacionados al éxito académico

Actividad:
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Luego de la ejecucion de los algoritmos para seleccion de atributos, se procedié a determinar cuéles son los
resultados comunes, es decir qué atributos fueron los que encabezaron las listas de los rankings de cada
algoritmo ejecutado. Como se puede observar en los resultados indicados en el formulario anterior Construir y
evaluar el modelo, donde se han resaltado en color azul aquellos atributos que estan dentro del top ten en
tres 0 mas rankings, con esta estrategia se puede ver que los atributos de InfoGainAttributeEval, son los que
comparten mayor coincidencia con el resto de algoritmos, por lo que se puede indicar que los 10 atributos mas

relacionados al éxito académico (Egresamiento), son:
1. 4CARRERA

2. 25 PERIODO_INICIAL

3. 8 FACULTAD

4. 30 SUELDOS

5. 3 CANTON_VIVIENDA_FAMILIAR

6. 7 ETNIA

7. 34 TOTAL_INGRESOS

8. 9 FICHA

9. 1 APORTES_IESS

10. 27 PROVINCIA_VIVIENDA_FAMILIAR

Luego de la ejecucion del segundo analisis, sobre si existirian variaciones en el listado de atributos
seleccionados, cuando se enfoca en facultades individuales. Se puede observar como muestran las tablas de
la actividad Construir y evaluar el modelo, que la mayoria de atributos corresponden a la lista del andlisis
general, sin embargo si existe una variacion sobre ciertos atributos los que se procede a indicar:

e Elatributo Facultad deja de ser de aporte, esto es ldgico puesto que al ser el criterio del filtrado en este
experimento, todas sus instancias son iguales en cada caso.

e En el andlisis sobre la FACULTAD DE CIENCIAS ECONOMICAS Y ADMINISTRATIVAS, dentro de
los diez primeros atributos presentados aparecen los siguientes: SEXO, TENENCIA_VIVIENDA,
MATERIALES_VIVIENDA, NUM_HIJOS_MEN6_ESTUDIANTE, atributos coherentes con el hecho de
gue esta facultad oferta carreras en jornada vespertina, lo que posibilita una presencia mayor de
estudiantes que trabajan y poseen sus propias familias.

e Enlos andlisis sobre LA FACULTAD DE FILOSOFIA, LETRAS Y CIENCIAS DE LA EDUCACION, LA
FACULTAD DE CIENCIAS MEDICAS Y LA FACULTAD DE INGENIERIA en cambio se insertan
atributos como: TOTAL_EGRESOS, MATERIALES_VIVIENDA, ZONA_VIVIENDA,
NUM_INTEGRANTES, NUM_ESTUDIANTES_FAMILIA, OTROS_INGRESOS,
AVALUO_ACUMULADO_VEHICULOS, ESTUDIO_OTRA_CARRERA factores que estan mas
relacionados a la condicién socioecondmica de los alumnos.

e En términos generales se puede observar que los principales atributos CARRERA,
PERIODO_INICIAL, FACULTAD siguen siendo los de mayor relacion al Egresamiento.

Proyecto: Seleccion de atributos relacionados al éxito académico

Actividad:

Los resultados de los andlisis son validos puesto que se logré cumplir con ambos objetivos propuestos en el
proyecto.

5.2 Problema 2: determinar la factibilidad de construir una
herramienta de prediccion de desercion en alumnos nuevos.

Descripcion del requerimiento: se requiere determinar si es factible la construccion
de una herramienta automatica que permita anticipar casos de probables desertores
sobre estudiantes que ingresan a la universidad.
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Nombre del proyecto: Modelo predictivo de desercion estudiantil en estudiantes que
ingresan a la universidad

Proyecto: Modelo predictivo de desercién estudiantil en
estudiantes que ingresan a la universidad

Actividad:

El problema definido busca determinar si seria factible la implementacion de una herramienta informatica que
permita reconocer de forma anticipada si un estudiante que ingresa a la universidad tiene alta probabilidad de
desertar. Por tanto este corresponde a un problema de Clasificacion dentro del contexto de Mineria de Datos,
donde se busca anticipar una variable (variable a predecir) mediante la disposicion de los valores de otras
variables (variables predictoras).

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Una vez definido que el proyecto de negocio corresponde a un proyecto de Mineria de Datos de clasificacion,
se procede a definir las actividades a ejecutar, para ello siguiendo la propuesta del modelo metodol6gico primero
se planificara la ejecucion de una iteracion de experimentacion.

Artefactos a emplear en lteracion sobre CRISP-DM | Artefactos a emplear en lteracion sobre CRISP-DM
(Experimental) (Detallada)
7. Objetivos de Negocio 10. Objetivos de Negocio
8. Inventarios de Recursos 11. Inventarios de Recursos
9. Objetivos de Mineria de Datos y criterios 12. Objetivos de Mineria de Datos y criterios de
de éxito éxito
10. Esquema de datos iniciales 13. Plan de proyecto
11. Plan de inclusién o exclusion de datos 14. Esquema de datos iniciales
12. Informe de resultados obtenidos por el 15. Informe de exploracion de datos
modelo 16. Informe de calidad de los datos
17. Plan de inclusién o exclusién de datos
18. Informe de resultados obtenidos por el modelo

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Partiendo de la definicion del requerimiento, esta es bastante clara en términos de negocio, el objetivo es
determinar si es posible, con los datos disponibles en los sistemas de la Universidad, construir una herramienta
gue permita la temprana identificaciéon de estudiantes que ingresan y que poseen una alta probabilidad de
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desertar; puesto que al ser el objetivo aplicarse sobre estudiantes que estan ingresando a la Universidad, los
datos utilizables de ellos corresponden a su ficha socioeconémica y los datos de la carrera a la que se han
matriculado.
Por tanto los objetivos son dos:
1. Determinar si es factible construir la herramienta de prediccidon que utilice como entrada los datos de
la ficha socioeconémica y de la carrera.
2. Determinar la precision que esta herramienta alcanzaria.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad: Identificar los datos relacionados y disponibles en

el DHW

Dado que el sistema de DWH se encuentra en fase de implementacién, actualmente no existen datos
disponibles y que sean de utilidad a esta problematica.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad: Identificar los datos relacionados y disponibles en

sistemas transaccionales

Como se pudo identificar en la determinacién de los objetivos de negocio, la informacién que estaria disponible
corresponden a los datos recabados de las fichas socioecondmicas de los alumnos y los académicos que al
estar iniciando sus estudios Unicamente corresponde a la informacion que identifica su carrera. En esta actividad
se analiza con el encargado de la administracion de las bases de datos, para verificar que estos dos tipos de
informacion pueden ser obtenidos de los sistemas de la universidad, obteniéndose una respuesta afirmativa.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Modelo predictivo de desercién estudiantil en
estudiantes que ingresan a la universidad

Actividad: Evaluar la situacién

Dado que el conjunto de datos objeto de andlisis fue identificado en las actividades anteriores, en la presente
actividad se procede a definir un inventario de recursos disponibles.

Inventario de recursos e Datos: datos de la ficha socioeconémica de
los alumnos, datos académicos de los
alumnos.

e Personal: como SME de negocio y Experto
de Mineria de Datos se cuenta del Director de
la DTIC. Como expertos en los datos se
cuenta con especialistas de la DTIC.
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e Herramienta: como herramienta a emplear se
utilizaran Datacleaner, Spoon de pentaho,
Weka.

Requerimientos, presunciones y restricciones Requerimientos - restricciones:

e Los datos manejados en el presente estudio
no son publicos y no se puede hacer uso de
los mismos sin autorizacién expresa.

Presunciones:

e Los datos correspondientes a la ficha
socioecondmica y académica son completos y
consistentes.

e Se presume que es factible la construccién de
un modelo predictivo de desercion.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En base a los requerimientos de negocio, el objetivo de Mineria de Datos es el siguiente:
e Construir un modelo de clasificacién para predecir la desercion de un alumno que ingresa a la
universidad basado en la informacién socioeconémica del mismo y sus datos académicos.

El criterio de éxito sera obtener un modelo que tenga una precisién superior al 75% sobre el grupo de datos
de prueba.

Proyecto: Modelo predictivo de desercién estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En esta actividad se procedio completar el artefacto Plan de Proyecto, el mismo dio inicio con la actividad de
Configurar el Proyecto, en este punto se incluye la planificacion de la duracion de las etapas e iteraciones del
proyecto.

Artefacto Plan de Proyecto

Gestion de configuracién: hace referencia al artefacto generado en la actividad anterior
Configurar el proyecto.

Nimero de lteraciones planificado: 2
e Experimental: iteracion para determinar la factibilidad del modelo.
e Desarrollo: iteracion completa a través de las fases de crisp-dm
Fases a ejecutar: no se requiere el desarrollo de una fase de implementacion.
e 1. Comprensién del negocio (duracion 5 dias)
o Entrada: requerimiento de negocio
o Salida: objetivos de Mineria de Datos
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2. Comprension de los datos (duracién 5 dias)

o Entrada: salida de la fase anterior.

o Salida: inventario de recursos, plan de proyecto.
e 3. Preparacion de los datos (duracion 10 dias)

o Entrada: salida de la fase anterior.

o Salida: data set base para el analisis.
4. Modelamiento (duracion 5 dias)

o Entrada: salida de la fase anterior.

o Salida: modelo de Mineria de Datos.
Evaluacion (duracion 2 dias)

o Entrada: salida de la fase anterior.

o Salida: informe de los resultados obtenidos.

Duracion total: 1 mes.

Riesgos identificados y plan de contingencia:
e Datos basicos para el andlisis, que estén incompletos o de mala calidad: si este fuera el caso, antes
de dar inicio a la segunda iteracion se informara del particular al director departamental para que se
evalle la conveniencia del proyecto.

Nota: el artefacto Plan de Proyecto si bien se inici6 con su elaboracion en la primera iteracion, con la
especificacién de la Configuracién del Proyecto, posteriormente fue elaborado en la segunda.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En esta actividad se establecié una matriz de ejemplo, para que en base a ella se generase un data set con los
datos iniciales.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Dado que en el Data Warehouse no existieron datos que aporten al problema planteado, esta actividad fue
Unicamente realizada en base a los sistemas transaccionales de la Universidad, la extraccién de los datos fue
realizada mediante consultas SQL a las bases de datos, la exploracién en cambio fue realizada revisando
algunos reportes propios de los sistemas, Unicamente con la finalidad de verificar la completitud de los datos y
el nimero de registros generados.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:
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El DBA, en esta actividad realizd6 un proceso de revision del tipo de datos registrados en las columnas
disponibles, en busca de asegurar una buena calidad de los datos, para ello se utilizaron técnicas generales de
limpieza de datos y eliminacion de valores nulos.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

El DBA, procedi6 a generar los Data Set solicitados en base a los formatos e indicaciones dadas por el analista.
Los datos fueron exportados en formato de Excel.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En esta actividad la exploracion de los datos fue realizada con las herramientas: Spoon (Pentaho) y Datacleaner,
ambas tienen funcionalidades que permiten analisis de datos, sin embargo DataCleaner permite un analisis
estadistico mas rapido sobre los datos.

Se inici6 con el analisis de los datos de entrada, data set denominado Alumnos Nuevos, el cual constade 26.615
observaciones o instancias, cada una correspondiente a los datos de un estudiante que ingresa a una
determinada carrera en un periodo especifico, posee 40 columnas o variables, las cuales corresponden a datos
que identifican al estudiante, la carrera que cursa, informacion socioeconémica (tomada de las fichas
socioeconémicas), y datos académicos como Promedio, nimero Total de asignaturas, y la variable mas
importante, la que el modelo deberéa predecir Egresamiento, esta variable indica si el alumno ha egresado o no
de la Universidad.

Este data set contiene la informacién de todos los estudiantes en el momento en que recién ingresaron a la
Universidad, incluyendo registros desde el periodo Septiembre 2009 - Febrero 2010 hasta el periodo actual
Marzo 2017 - Agosto 2017, incluyendo por lo tanto a los alumnos que ya Egresaron, a los que Desertaron y a
los que estan Cursando su carrera, debiéndose excluir del data set a los Ultimos, puestos que aun sobre ellos
no se puede asegurar si van a egresar o desertar. Al no existir un atributo dentro del data set que permita
diferenciar el ultimo grupo, fue necesario obtener un listado de los alumnos que se han matriculado en el dltimo
periodo lectivo formando un data set denominado Alumnos Activos. Con ello se puede ejecutar la operacién
siguiente:

Alumnos Nuevos - Alumnos Activos = DS Egresados + Desertores.

Una vez realizado el proceso anterior el numero de instancias se redujo a 10.662, y al hacerlo se eliminaron en
buena medida varios outliers que se observaban en el data set original.

Este nuevo data set DS Egresados + Desertores constituird los datos base para la construccion de modelo
predictivo.
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Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Como técnica para identificar la calidad de los datos se procedi6 a utilizar diagramas de cajas o bigotes para
cada atributo, estos diagramas usan el rango intercuartil (IQR) para resaltar los datos andémalos (cualquier
instancia por encima de su limite superior o debajo de su limite inferior), con el objeto de que los mismos sean
excluidos del data set a modelar. Sin embargo al analizar el nimero de observaciones que siguiendo esta
técnica se incluirian, se hace evidente la pérdida de una gran cantidad de observaciones (63.65% de las
observaciones), lo que provocaria que el modelo predictivo resultante sea muy rigido, por ello se ha ajustado
los limites en busca de que el nimero de observaciones a excluir no supere un 2% cada variable considerada.
La ejecucién de esta técnica se la hizo en la actividad Limpiar los datos.

Proyecto: Modelo predictivo de desercién estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Esta actividad se inici6 con una revisién detallada de cada campo en el data set DS Egresados + Desertores,
para identificar si todas las variables deberian formar parte del data set a usarse en el modelamiento, en este
punto se pudo anticipar que ciertas variables no aportardn en el modelamiento (clasificacion). El primer caso
corresponde a las columnas calculadas a partir de otras que también forman parte del data set. Otro caso es el
de los campos relacionados a las calificaciones, estos datos que se obtienen tras la aprobacién de al menos un
nivel de una carrera, sin embargo al ser el objetivo del modelo predecir la deserciéon de los estudiantes que
estan ingresando, estas dos variables no deberian ser consideradas, puesto que los nuevos alumnos adn no
poseen esta informacion. Por tanto las cuatro variables fueron eliminadas del data set.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Siguiendo con la seleccion dada en la actividad anterior, en esta se procedié a eliminar las columnas no
requeridas.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En esta actividad se ejecutaron las técnicas seleccionadas para depurar los datos y mejorar su calidad. Para
ellos se construyd una transformacion con la herramienta spoon para realizar la exclusion de outliers de una
manera controlada. En este caso se logro eliminar los principales datos anémalos o outliers sin perder mas alla
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de un 8.24% del total de observaciones, lo que es positivo puesto que permitira que el modelo se entrene con
mayor cantidad de observaciones.

Por otro lado los resultados del proyecto 1 permitieron validar el mecanismo empleado en este proyecto para la
seleccion de atributos, puesto que las variables que se excluyeron mediante el analisis de outliers usando
diagramas de caja y bigotes, fueron consistentes a las que estuvieron al dltimo del ranking de seleccion de
atributos. Como se muestra en la Figura 12.

SUELDOS

RENTAS
PENSIONES
OTROS_INGRESOS

MENSUAL_PAGO_ARRIENDO

APORTES_IESS
IMPUESTO_RENTA
IMPUESTO_PREDIAL
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RENTAS

PENSIONES. OTROS_INGRESOS

MENSUAL_PAGO_ARRIENDO

APORTES_IESS

Ranking de Seleccién de Atributos

Ranked attributes:

0.169203916
0.109477003
0.086928155
0.030037446
0.027124776
0.026561301
0.021903543
0.019159749
0.018565962
0.015885009
0.006921948

4 CARRERA

25 PERIODO_INICIAL

8 FACULTAD

30 SUELDOS

3 CANTON_VIVIENDA_FAMILIAR

7 ETNIA

9 FICHA
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27 PROVINCIA_VIVIENDA_FAMILIAR
29 SEXO

2

AVALUO_ACUMULADO_VEHICULOS

0.005910869

0.004593177
0.003848073
0.003371882

20 NUM_INTEGRANTES

12 MATERIALES_VIVIENDA
35 ZONA_VIVIENDA
21 NUM_LINEAS_TELEFONICAS

0.003042136
0.00255115

0.002046476
0.001981482

0.000477533
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0.000000323
0.000000299
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31 TENENCIA_VIVIENDA
33 TIENE_TVCABLE

13 MENSUAL_PAGO_ARRIENDO
18 NUM_ESTUDIANTES_FAMILIA

23 PAIS VIVIENDA FAMILIAR
6 ESTUDIO_OTRA_CARRERA
34 TIPO DISCAPACIDAD

32 TIENECARNET

Figura 12. Diagramas de caja y bigotes vs Ranking de seleccién de atributos.

Proyecto:

Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:
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Dado que los datos fueron obtenidos mediante una misma fuente de consulta, no fue necesario realizar trabajos
adicionales de integracion y al ser la principal fuente de analisis los datos de la ficha socioeconémica, estos no
requirieron de integracion.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En esta etapa se realizan varias pruebas usando la herramienta Weka, donde se utilizan distintas
combinaciones de filtros de discretizacién y normalizacion. Con el objetivo de realizar las pruebas de
clasificacion también sobre un algoritmo de RNA (Redes Neuronales Artificiales), en esta etapa se elaboraron
dos tipos de transformaciones: la primera que consistio en transformar las variables categéricas en nimeros
enteros del 1 en adelante (segun el nimero de etiquetas que posee cada variable), y la segunda, discretizar las
variables numéricas para luego igualmente transformar cada etiqueta resultante en nimeros enteros.

Proyecto: Modelo predictivo de desercién estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Para la construccion y validacion del modelo se emplearan dos técnicas, por un lado SVM o Support Vector
Machine y Perceptrén Multicapa (Redes Neuronales Artificiales), dada que ambas han sido utilizadas en
problemas similares de aplicacion de EDM (Mineria de Datos Educacional).

Support Vector Machine: Es un modelo de aprendizaje supervisado, que dado un conjunto de ejemplos de
entrenamiento (muestras) puede etiquetar las clases y entrenar una SVM para construir un modelo que prediga
la clase de una nueva muestra, se aplican con frecuencia a problemas de clasificacion y regresion (Patki et al.,
2013). Con respecto a esta técnica el algoritmo empleado dentro de la herramienta de Mineria de Datos WEKA
corresponde a SMO empleando el kernel RBFKernel.

Redes Neuronales Artificiales RNA: este enfoque se basa en el funcionamiento de las redes neuronales
bioldgicas, a términos generales las redes neuronales son conjuntos de unidades de entrada / salida
conectadas, donde cada conexion entre dos neuronas posee un peso asociado, esta caracteristica es la que
permite que los métodos de clasificacion basados en redes neuronales artificiales pueda ajustar los pesos de
las interconexiones y con ello aprender de los datos de entrenamiento. El algoritmo que se utiliz6 corresponde
al de Perceptrén Multicapa, este algoritmo corresponde a una red neuronal de multiples capas completamente
conectadas; esto significa que la salida de cada entrada y las neuronas ocultas es distribuida a todas las
neuronas de la siguiente capa (Gupta, 2013). Toda red neuronal posee una capa de entrada y otra de salida,
pero el nimero de capas ocultas puede variar. El algoritmo empleado dentro de la herramienta de Mineria de
Datos WEKA corresponde a MultilayerPerceptron (MLP).

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad
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Actividad:

Para comprobar la validez del modelo se emplearan las tasas de instancias clasificadas correctamente o
errbneamente.

Por otro lado para la elaboracion del modelo basado en la técnica SVM (SMO) se utilizara la funcionalidad
propia de WEKA para formar un grupo de entrenamiento con el 85% del data set y el 15% restante sera
corresponderd al grupo de prueba.

En cambio en la generacién del modelo basado en RNA (MLP) variamos el tamafio del grupo de entrenamiento
a 80% y 20% para el grupo de prueba.

Proyecto: Modelo predictivo de desercion estudiantil en

estudiantes que ingresan a la universidad

Actividad:

Clasificacién con SVN:

Resultado de la clasificacion con SVM

Criterio Resultado Matriz de confusion
Kernel Usado K(x,y) = e"-(0.01* <x-y,x-y>"2) a b <-- classified as
Tiempo de construccion del modelo 250.51 segundos 295 211| a=SI (58.3%)
NUmero de vectores de soporte 5.561 821011| b=NO (92.5%)
NUmero de instancias de prueba 1.599

Instancias clasificadas correctamente
Instancias clasificadas erréneamente
Error absoluto medio

Raiz del error cuadratico medio

Error relativo absoluto

Raiz del error cuadrético relativo absoluto

1.306 81.676 %
293  18.324 %
0.1832

0.4281

42.4338%
92.0382%

Tras la ejecucién del modelo construido se puede observar que a nivel general se obtiene un 82% de instancias
correctamente clasificadas y un 18% de erréneas (usando el conjunto de pruebas). Revisando la matriz de
confusion se puede detectar que el modelo es mucho mas efectivo clasificando la desercién con un 92.5% de
precisién, que el egresamiento con un 58.3%. Estos resultados implican una precisiéon satisfactoria del
modelo para el objetivo propuesto, por tanto el modelo es apto para ser utilizado en la clasificacion
(prediccién) de desercion en un grupo nuevo de alumnos.

Nota:

Con este algoritmo se aplicaron distintas combinaciones de filtros de discretizacion y normalizacién, para medir
el impacto de aplicarlos al data set de entrenamiento del modelo, sin embargo al comparar los resultados de la
clasificaciéon no se evidencia una mejora representativa al usar estas técnicas (mejora del 0.1877%).
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Clasificacion con RNA:

Resultado de Clasificacion MLP entrenado con datos numéricos

Criterio Resultado Matriz de confusion
NUmero de instancias 1599 a b <-- classified as
Instancias clasificadas correctamente 1263  78.98 % 335 171 | a=Sl (66,2%)
Instancias clasificadas erréneamente 336 21.01% 165 928 | b=NO (85%)
Error absoluto medio 0.2627
Raiz del error cuadratico medio 0.3872

Con la tltima técnica se obtuvo un 78.98% de instancias correctamente clasificadas y un 21.01% de erréneas.
Revisando la matriz de confusion se puede detectar al igual que en modelo anterior, el modelo es mucho mas
efectivo clasificando la desercion con un 85% de precision, que el egresamiento con un 66.2%, Comparado con
el anterior este modelo mejord su precisién de Egresamiento pero empeoré con relacion a la desercion.

Nota:

Para probar la respuesta de esta técnica se hicieron pruebas generando el modelo sobre el data set original y
en otra prueba se transformaron las variables previamente a numéricas, lo cual mejor6 el tiempo de construccion
del modelo pero las tasas fueron similares en ambos casos.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Al evaluar los modelos generados con sus respectivos grupos de prueba, muestran una precisién general
(Clasificar egresamiento o desercidn) del 81.67% en el caso de SVM (SMO) y del 78.98% en el caso de MLP
(RNA). Siendo el algoritmo de Support Vector Machine 0 SVM mas eficiente que Perceptron Multicapa en un
2.69%. Sin embargo, al ser el objetivo del presente problema la identificacion de estudiantes con probabilidad
de desercion, el andlisis se puede enfocar en los resultado alcanzados puntualmente al predecir desercion
(Egresamiento = No), en cuyo caso los resultados son mejores, en SVM se alcanza un 92.5% (1011/1093 fueron
clasificados correctamente) y en MLP un 85% (928/1093 fueron clasificados correctamente). Se puede por tanto
concluir que, el modelo construido posee una precision satisfactoria, lo cual permitira una identificacion
temprana de alumnos con riesgo de desertar. Se confirma también la adecuada aplicabilidad de estas técnicas
a problemas de clasificacion similares.

Proyecto: Modelo predictivo de desercién estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Una vez obtenidos los resultados del modelo, estos son analizados en conjunto con el experto en el negocio,
con quien se llega a determinar que el modelo aporta contundentemente para satisfacer la pregunta objeto del
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presente proyecto, y de esta manera dar una respuesta afirmativa sobre que es completamente factible la
construccion de una herramienta (modelo) para predecir los casos de desercion estudiantil sobre
alumnos que ingresan a la universidad.

Se recomienda sin embargo la ejecucion de un nuevo proyecto en el que se incluyan mas variables de analisis
y que se incluya una fase de despliegue donde implementar el modelo dentro de un sistema operacional de la
universidad que permita de manera automatica determinar estos casos probables de desercion.

Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

En la revision al proceso se verifica la validez del estudio realizado, sin embargo se hace evidente en los datos
analizados, que seria de mucho aporte en futuras instancias repetir el experimento con la inclusién de otro tipo
de variables como: psicolégicas, académicas (preuniversitarias), motivacionales, econémicas (mas
actualizadas), sociales, etc.

5.3 Problema 3. determinar si existe relacion entre la evaluacion
docente y la aprobacion estudiantil de una materia.

Descripcidon del requerimiento: Determinar si existe una relacién entre el proceso
de evaluacion docente y la aprobacion de los alumnos a la respectiva materia dictada
por el docente.

Descripcién del requerimiento: se requiere determinar si existe una relaciéon entre
las calificaciones obtenidas por un estudiante en una determinada materia y la
evaluacion realizada al docente que la impartio.

Nombre del proyecto: Analisis de grupos para identificar la relacion entre el
aprovechamiento estudiantil y la evaluacion docente.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad:

El problema definido busca determinar qué tipo de relacion existe entre el aprovechamiento del estudiante y la
evaluacion que el docente ha recibido por parte de sus alumnos, por tanto lo que se busca es determinar si en
los datos existen agrupaciones que permitan inferir algun tipo de relacion entre estas dos variables. Por lo tanto,
la técnica de Mineria de Datos a emplear corresponde a Clustering.
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Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto:

Actividad:

Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Configurar el proyecto

Una vez definido que el objetivo de negocio corresponde a un proyecto de Mineria de Datos de clustering, se
procede a definir las actividades a ejecutar, para ello siguiendo la propuesta del modelo metodolégico, primero
se planificara la ejecucion de una iteracion de experimentacion.

Artefactos a emplear en lteracion sobre CRISP-DM

Artefactos a emplear en Iteracion sobre CRISP-DM

(Experimental) (Detallada)
13. Objetivos de Negocio 19. Objetivos de Negocio
14. Inventarios de Recursos 20. Inventarios de Recursos
15. Objetivos de Mineria de Datos y criterios 21. Objetivos de Mineria de Datos y criterios de
de éxito éxito
16. Esquema de datos iniciales 22. Plan de proyecto
17. Plan de inclusién o exclusion de datos 23. Esquema de datos iniciales
18. Informe de resultados obtenidos por el 24. Informe de exploracién de datos
modelo 25. Informe de calidad de los datos
26. Plan de inclusion o exclusion de datos
27. Informe de resultados obtenidos por el modelo
Proceso para la gestién de proyectos de Mineria de Datos - Universidad de Cuenca
Proyecto: Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente
Actividad: Determinar los Objetivos de Negocio

Partiendo de la definicion del requerimiento, esta es bastante clara en términos de negocio, el objetivo es
determinar si existe relacion entre la evaluacion docente y el aprovechamiento estudiantil, identificando
agrupaciones en los sujetos del estudio.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto:

Actividad:

Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente

Identificar los datos relacionados y disponibles en

el DHW

Dado que el sistema de Data Warehouse se ha implementado cubos para el andlisis de la evaluacién docente,
si existe cierta informacion disponible que se encuentra relacionada al problema planteado. Esta informacién
corresponde a la calificacion de un docente por funcion, periodo y cuestionario, como se muestra en la imagen
siguiente.
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Docente:

Facultad:
Escuela:
TOTAL PONDERADO
TOTAL
VALOR PORCENTAJE
AUTOEVALUACION DOCENTE - 2011 380 / 3,80 | 100,00% | 6,28 / 6,40 98,12% | 10,08 / 10,20 | 19,76 / 20,00 98,12 %|

CUESTIONARIO DE QPINION PARA

ESTUDIANTES 124,38 /149,76 | 83,05% | 124,38 / 149,76 | 43,85 / 50,00 83,05 %|

CUESTIONARIO PARA AUTORIDADES 572 | 572

O DEMIC S oot 100,00% | 9,60 / 9,60 | 100.00% | 15,32 / 1532 30,00 / 30,00 | 100,00%

TOTAL 149,78 / 17528 91,29 / 100,00

Figura 13. Reporte de Evaluacion de un Docente

Proyecto: Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente

Actividad:

Como se pudo identificar en la determinacion de los objetivos de negocio, la informacidn que estaria disponible
corresponden a los datos las notas de aprovechamiento de los estudiantes por un lado, y la evaluacion realizada
al docente por parte de los alumnos. En esta actividad se analiza con el encargado de la administracion de las
bases de datos, para verificar que estos dos tipos de informacidn pueden ser obtenidos de los sistemas de la
universidad, de esto se obtuvo una respuesta afirmativa.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad:

Dado que el conjunto de datos objeto de analisis fue identificado en el las actividades anteriores, en la presente
actividad se procede a definir el un inventario de recursos disponibles y

Inventario de recursos e Datos: aprovechamiento de los alumnos
(notas por alumno y materia), evaluacion a
docentes: calificacion por cuestionario, por
funcién y por periodo de evaluacion (1
evaluacion cada dos periodos académicos),

e Personal: como SME de negocio y Experto
de Mineria de Datos se cuenta del Director de
la DTIC. Como expertos en los datos se
cuenta con especialistas de la DTIC.

e Herramienta: como herramienta a emplear se
utilizarédn Datacleaner, Spoon de pentaho,
Weka, Rapidminer Studio Educational.

Requerimientos, presunciones y restricciones Requerimientos - restricciones:
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e Los datos manejados en el presente estudio
no son publicos y no se puede hacer uso de
los mismos sin autorizacién expresa.

Presunciones:

e Se presume es factible llegar a obtener la
evaluacion que cada estudiante ha realizado
sobre el docente de cada materia.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente

Actividad:

En base a los requerimientos de negocio, el objetivo de Mineria de Datos es el siguiente:
e Analizar la agrupacion existente entre los datos de Aprovechamiento de los alumnos y la Evaluacion
Docente.

El criterio de éxito sera el contar al final de proyecto con una interpretacion de la relacion que se evidencie
entre estas dos variables.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad:

En esta actividad se procedié completar el artefacto Plan de Proyecto, el mismo dio inicio con la actividad de
Configurar el Proyecto, en este punto se incluye la planificacioén de la duracién de las etapas e iteraciones del
proyecto.

Artefacto Plan de Proyecto

Gestién de configuracidn: hace referencia al artefacto generado en la actividad anterior Configurar el proyecto.

Nimero de lteraciones planificado: 2
e Experimental: iteracion para determinar la factibilidad del modelo.
e Desarrollo: iteracion completa a través de las fases de crisp-dm
Fases a ejecutar: no se requiere el desarrollo de una fase de implementacion.
e 1. Comprensién del negocio (duracion 5 dias)
o Entrada: requerimiento de negocio
o Salida: objetivos de Mineria de Datos
e 2. Comprension de los datos (duracion 10 dias)
o Entrada: salida de la fase anterior.
o Salida: inventario de recursos, plan de proyecto.
e 3. Preparacion de los datos (duracion 10 dias)
o Entrada: salida de la fase anterior.
o Salida: dataset base para el analisis.
e 4. Modelamiento (duracion 5 dias)
o Entrada: salida de la fase anterior.
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Duracion total: 1 mes.

o Salida: modelo de Mineria de Datos.
e Evaluacion (duracion 2 dias)

o Entrada: salida de la fase anterior.

o Salida: informe de los resultados obtenidos.

Riesgos identificados y plan de contingencia:
e Datos basicos para el analisis que estén incompletos o de mala calidad: si este fuera el caso, antes de
dar inicio a la segunda iteracion se informara del particular al director departamental para que se evalle
la conveniencia del proyecto.

Nota: el artefacto Plan de Proyecto si bien se inicid con su elaboracion en la primera iteracion, con la
especificacion de la Configuracion del Proyecto, posteriormente fue elaborado en la segunda.

Proyecto:

Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente

Actividad:

En esta actividad se establecié un diagrama entidad relacién de ejemplo (Figura 14), para que en base a ella
se generase un data set con los datos iniciales.

| objetivo seria asociar la

- Ev. Pares academicos
- Ev. Autoridades
- Ev. Autoevaluacion

ntidad curso, con las demas evaluaciones:

nivel_socioeconomico_docente
A

( hecho_eval _docente_curso 2 B
id_curso integer(10) []
id_estudiante integer(10) [\]

I hecho _curso 7 calificacion integer(10) []
] id_facultad integer{10)  [\] HESEE e e 04 [F] calificacion_maxima integer(10) [}]
5] id_escuela integer{10)  [\]

3] id_carrera integer(10)  [\] <
5] id_afio_lectivo integer(10) [}
j id_ciclo integer{10) m ( hecho calificacion estudiante 2 b
5] id_asignatura integer{10) [\ id_curso integer(10) [
5] id_docente integer(10) [} id_estudiante integer(10) [}]
[5] afios_docencia integer{10)  [\] Pl O 3 calificacion integer(10) [}]
j formacion_académica_docente  varchar(255) m calificacion_maxima integer(10) m
j calificacion_evaluacion_docente integer{10) IN| estado_aprobacion  bit IN|
j sobre_cuanto_se_evalua integer{10) N aprobechamiento integer(10) [\
] calificacion_estudiantes integer(10) [} .
j nota_sobre_la_que_se_califica integer{10) [}
[£] num_alumnos_aprobaron integer{10) [\
5] num_alumnos_perdieron integer(10) [}
num_alumnos_no_evaluaron integer{10) Gﬂ

integer{10) N

7

Figura 14. Diagrama entidad - relacién de los datos requeridos.

Proyecto:

Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente
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Actividad: Explorar y describir los datos solicitados

Los datos disponibles en el Data Warehouse (DWH) fueron explorados mediante revisién del esquema de la
base de datos del DWH, y mediante consultas SQL, encontrandose que los datos correspondientes al
aprovechamiento de los alumnos, era parcialmente consistente con la estructura requerida (Calificacién por
estudiante, carrera, materia, docente, periodo lectivo, y nivel o ciclo). Por otro lado, la informaciéon sobre
Evaluacion Docente no se encontré especificada con relacion a cada estudiante, sino esta se estuvo definida
como una calificacién por Docente por periodo de evaluacion y por funcion, lo cual no iba a permitir un adecuado
analisis.

Nota:

En la ejecucion del presente proyecto, los roles de DBA y DWH - Experto fueron ejecutados por el mismo
técnico, por este motivo las actividades de Explorar y describir los datos solicitados, Verificar la calidad de los
datos, Exportar datos solicitados, Preparar datos seleccionados y Limpiar los datos, no estaran diferenciadas
por el rol del responsable es decir seran hechas una sola vez.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente

Actividad: Verificar la calidad de los datos

El DWH - Experto, en esta actividad realiz6 un proceso de revision del tipo de datos registrados
correspondientes a la informacion de aprovechamiento del estudiante, en busca de asegurar una buena calidad
de los datos, para ello se utilizaron técnicas generales de limpieza de datos, eliminacion de valores nully outliers.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluaciéon docente

Actividad: Exportar datos solicitados

Para poder obtener los datos sobre las evaluaciones a los docentes fue necesario desarrollar un subproyecto
para la adquisicién de estos datos puesto que estos debieron ser calculados a partir de las calificaciones de
cada pregunta de los respectivos cuestionarios llenados por los estudiantes, realizandose varias iteraciones
sobre este punto hasta finalmente construir un conjunto de tablas dentro del data warehouse con la informacion
requerida.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad: Seleccionar los datos de analisis

En actividad se inici6 con una revision detallada de los campos disponibles en las tabla creadas, para identificar
si todas las variables deberian formar parte del dataset a usarse en la clusterizacién, en una primera instancia
se incluyeron las siguientes variables:
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VECES_CURSA: nimero de veces que el alumno se ha matriculado en esa materia.
ESTADO_APROBACION: estado de aprobacion o reprobacion de la materia.
NOTA_ APROVECHAMIENTO: calificacion del estudiante.
PROMEDIO_EVALUACION

CARRERA_ID: identificador de la carrera del estudiante

CARRERA_DESC: nombre de la carrera

ASIGNA_ID: identificador de la materia

NIVEL_NUMERQO: ciclo en el que se toma la asignatura, depende de la carrera del estudiante.
DOCENTE_ID: identificacion del docente (dato anonimizado)

PERLEC_ABREYV: referencia del periodo lectivo

estudiante_genero: género del estudiante

docente_genero: género del docente

Posteriormente a las pruebas realizadas con los algoritmos de clustering, las variables que permitieron observar
agrupaciones de mejor manera corresponden a:

e NOTA_APROVECHAMIENTO
e PROMEDIO_EVALUACION
e NIVEL_NUMERO
Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente
Actividad:

Siguiendo con la seleccion dada en la actividad anterior, en esta se procedié a eliminar las columnas no

requeridas.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacion docente

Actividad:

En esta actividad se ejecutaron las técnicas seleccionadas para depurar los datos y mejorar su calidad. Para
ello empleando la herramienta RapidMiner se procedié a identificar aquellas variables que presentaban datos
perdidos para eliminarlos o reemplazarlos.
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Tabla 8. Estadisticas de los datos originales

i Max Average
“ ESTUDIANTE_ID Integer 458 221487 95060309141 287550399530
Min Max Average
“  NIVEL_NUMEROQ Integer 0 -1 12 4887
i Max Average
“ PK_CURSO Integer 0 4 86002 30251.130
i Max Average
“# VECES_CURSA Integer o 1 3 1.089
Least Most Values
“ ESTADO_APROBACION Polynaminal ) RR (1) AP (367748) AP (367748). RE (37640), ...[5 more]
Vin Max Average
“ NOTA_APROVECHAMIENTO Integer 6773 0 94375 131.390
Least Most Values
“ BAN_EVALUACION Polynominal 0 N(116774) S (293440) S (293440). N (116774)
Least Most Values
“ CUESTLID Polynominal 0 152 (235086) 174 (135057) 174 (135057), NULL (116774). ..[3 more]
Least Mast Values
s NOTA_CUESTIONARIO Polynominal 0 99.93 (1) NULL (116774) NULL (116774), 49.92 (38592). ..[10781 more]
vin Max Average
“ NOTA_CUESTIONARIO_TOTAL  Numeric 116774 49.920 440 71.829
Vin Max Average
s PROMEDIO_EVALUACION Numeric 116774 15.790 100 88.094

FUENTE: RapidMiner
ELABORACION: Gustavo Cordero

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluaciéon docente

Actividad: Construir e integrar los datos

Para la integracion de datos fue necesario obtener los datos de los sistemas académico y evaluacién docente,
estos fueron introducidos al sistema de Data Warehouse en una estructura de varias tablas (hechos y
dimensiones). Para la aplicacion de los algoritmos de Mineria de Datos (Clustering) fue necesarios exportar los
datos a una estructura de un Unico data set.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad: Formatear los datos

Los datos preparados previamente fueron en su mayoria numéricos y sin la presencia de valores nulos, por lo
que no fue necesaria la realizacion de operaciones adicionales para su formateo.

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad: Definir la técnica de modelado
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En base a la revision de los algoritmos disponibles por las herramientas de Mineria de Datos se seleccionaron
los algoritmos de: K-means (el nUmero de agrupaciones k es definido como parametro de inicio) y X-Means
(Determina el nimero correcto de agrupaciones k, en base a heuristicas).

Se emplean las dos técnicas anteriormente indicadas por su simplicidad computacional, dado que se traté de

emplear el algoritmo SVC (Support Vector Clustering) sin embargo no se obtuvo ningln resultado tras 15 horas
de procesamiento.

Proyecto: Andlisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad:

La prueba de la aplicacion consistira en la verificacion de identificacion de grupos similares entre las distintas
técnicas y herramientas.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluaciéon docente

Actividad:

Al ejecutar el agrupamiento (clustering) con ambas técnicas se obtuvieron resultados muy similares, el mejor
agrupamiento se realizd con 4 grupos (eso se confirmd al ejecutar X-Means y obtener que el nimero 6ptimo de
clusteres fue 4), a continuacion se presentan los resultados obtenidos.

Tabla 9. Centroides

Atributo cluster_0 cluster_1 cluster_2 cluster_3
NIVEL_NUMERO 4.317 5.344 3.367 4.928
NOTA_APROVECHAMIENTO 65.344 85.743 34.717 73.476
PROMEDIO_EVALUACION 94.213 93.962 65.366 58.296

FUENTE: RapidMiner
ELABORACION: Gustavo Cordero
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cluste® cluster 0 @ cluster 1 O cluster 2 @ cluster_3

Figura 19. Separacion de los grupos en 3D, eje x: aprovechamiento, eje y: evaluacion
docente, eje z: nivel / ciclo, color: clUsteres
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Figura 20. Separacién de los grupos en 3D, eje x: aprovechamiento, eje y: evaluacion
docente, eje z: Nivel / Ciclo, color: clisteres

Proceso para la gestion de proyectos de Mineria de Datos - Universidad de Cuenca
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Proyecto: Modelo predictivo de desercion estudiantil en
estudiantes que ingresan a la universidad

Actividad:

Como se puede observar en la figura 16, los grupos o cllsteres identificados poseen tamafios diferentes
(tamafio hace referencia al nimero sujetos dentro de cada grupo), a continuacién se presenta un listado por
orden descendente con relacidn a su tamafio:
1. cluster 1: con 127.453 instancias, este cluster presenta un centroide ubicado en un aprovechamiento
de 86 y una evaluacién al docente de 84.
2. BIUSEEAB: con 114.055 instancias, este cllster presenta un centroide ubicado en un aprovechamiento
de 65 y una evaluacion al docente de 94.
3. BIUSEEHB: con 40.655 instancias, este clister presenta un centroide ubicado en un aprovechamiento
de 73 y una evaluacion al docente de 58.
4. cluster 2: con 9.264 instancias, este clister presenta un centroide ubicado en un aprovechamiento de
35 y una evaluacion al docente de 58.

De la figura 17 se puede también observar que tanto el cluster_1 como el cluster_0, a pesar de poseer el mayor
ndmero de instancias son mas compactos que los otros clusteres.

En base a los centroides identificados se procede a clasificar por niveles los puntajes tanto de aprovechamiento
como de evaluacion al docente:

e Aprovechamiento: alto (86), medio (73), regular (65) y muy bajo (35)

e Evaluacion docente: alto (94), medio (84), bajo (58).

Aplicando los niveles anteriores sobre los clisteres formados, podemos identificar lo siguiente:

e  Que el primer grupo (cluster_1), el de mayor tamafio, corresponde a los alumnos con aprovechamiento
Alto que han calificado con una evaluacion Media a sus docentes.

e Que el segundo grupo (cluster_0), corresponde a los alumnos con rendimiento Regular que han
calificado con una evaluacién Alta a sus docentes.

e Que el tercer grupo (cluster_3), corresponde a los alumnos con rendimiento Medio que han calificado
con una evaluacion Baja a sus docentes.

e Que el cuarto grupo (cluster_2) y el de menor tamafio, corresponde a los alumnos con rendimiento
Muy Bajo que han calificado con una evaluacion Baja a sus docentes.

Tabla 10. Ubicacion de los clisteres con relacién a los niveles obtenidos de los centroides.

Evaluacion Docente
Alto (94) Medio (84) Bajo (58)
Alto (86) cluster_1 (1)
Aprovecha- _
miento Medio (73)
Regular (65)
Muy bajo (35) cluster_2 (4)

ELABORACION: Gustavo Cordero

A partir de los resultados obtenidos se puede interpretar lo siguiente:
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e Que los alumnos con alto aprovechamiento (84) han evaluado con una calificacién inferior a los
docentes, con relacién a la calificacion dada por los alumnos de aprovechamiento medio (73), esto
podria suponer que los ultimos al poseer calificaciones cercanas al minimo para aprobacion (60), se
sienten presionados a emitir una buena evaluacion a sus docentes.

e Que existen dos grupos de alumnos que emiten bajas evaluaciones a sus docentes (58), los alumnos
de aprovechamiento medio (73) y los de aprovechamiento muy bajo (35), los primeros podrian
considerarse evaluaciones con criterio puesto que son alumnos promedio que si bien no tiene el
aprovechamiento més alto, sus calificaciones les permiten aprobar sin problema sus materias, por lo
que no tendrian presiones que afecten a su evaluacion. No asi el segundo grupo, ya que son alumnos
cuyas calificaciones estan por debajo del minimo para aprobar las materias, es decir son alumnos que
no aprobaron, por tanto la evaluacion dada a sus docentes bajo este contexto serian muy subjetivas.

Inclusién de la variable Nivel al analisis:

De las figuras 18, 19 y 20 se puede observar que existe una tendencia: los alumnos son mas estrictos en las
evaluaciones segun se encuentre en niveles superiores (evaluaciones con menor calificacién), como se puede
observar los grupos de cluster_1y cluster_0 seguiin aumentan los niveles estos pierden instancias, y a la inversa
el grupo del cluster_3, con el aumento de niveles se visualiza también un aumento de instancias en este grupo.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad:

El aporte del estudio realizado, es importante puesto que ha permitido determinar que si existe un agrupamiento
natural de los datos correspondiente a la calificaciones de los estudiantes y la evaluacion docente que ellos
realizan y que ademas esta relacion sufre ciertos cambios segln el nivel en el que se encuentran los alumnos.

Proyecto: Analisis mediante clustering de la relacion entre el
aprovechamiento estudiantil y la evaluacién docente

Actividad:

En la revision al proceso se verifica la validez del estudio realizado puesto que se han seguido adecuadamente
los lineamientos.

6 CONCLUSIONES Y TRABAJOS FUTUROS

6.1 Conclusiones

Tras la ejecucion del presente proyecto quedoé claro que las técnicas de Mineria de
Datos, son herramientas de un extraordinario valor y poder para un oportuno analisis
de datos. La Universidad de Cuenta por tanto debe hacer uso de estas técnicas de
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manera continua y promover con ello una cultura de toma de decisiones basada en
los datos (Data-Driven Decision Making). Empleando el proceso definido en el
presente documento, se pudo evidenciar que el mismo es una guia acertada para no
obviar actividades importantes dentro de un proyecto, a la vez que permiten mantener
a la vista el objetivo de negocio a lo largo del proyecto. La evaluacion realizada tras
la primera iteraciéon resulté muy Util para conocer aspectos claves de la problematica
a estudiar y tener la posibilidad de priorizar los puntos criticos del proyecto. Sin
embargo se pudo notar que las actividades de comprension y seleccion de los datos
son las actividades mas demandantes del proceso por lo que contar con el personal
gue conozca el giro de negocio y los datos disponibles es fundamental. Una limitante
importante relacionada a lo anterior fue que la implementacién del sistema de Data
Warehouse se encontré en un etapa muy temprana por lo que no se pudo utilizar
como principal fuente de acceso a los datos, debiéndose tomar los datos de los
propios sistemas transaccionales para cumplir con los objetivos planteados, esta
situacion deberia superarse una vez que dicho sistema se encuentre en su etapa de
madurez.

6.2 Trabajos futuros: oportunidades de informacion que
potencien la aplicacion de la Mineria de Datos en estudios
futuros

Como se menciond en el Capitulo 2, la Mineria de Datos es un punto de interseccion
de varias ciencias con el objetivo de generar informacién en base al analisis de
grandes volumenes de datos; su importancia dentro del sector educativo ha facilitado
el aparecimiento de dos enfoques que buscan mejorar los sistemas educativos: EDM
(Educational Data Mining) y LA (Learning Analytics); mientras EDM se enfoca en los
aspectos técnicos del descubrimiento de conocimiento en informacion educacional,
LA se enfoca en mejorar los aspectos de aprendizaje, por lo que se relaciona con
campos mas diversos como: educacion, psicologia, filosofia, sociologia, linglistica,
ciencias del aprendizaje, estadistica y ciencias de la computacién (Machine Learning,
Inteligencia Atrtificial, Mineria de Datos, etc.). Ambos enfoques presentan valiosos
aportes para la aplicacion de Mineria de Datos en una institucion educativa, en base
a ello en la presente seccion se va a proceder a identificar algunas de las principales
aplicaciones de estos dos enfoques.

Los principales sistemas utilizados como fuente de datos en LA son los siguientes:
e Entorno Virtual de Aprendizaje o VLE por Virtual Learning Environment
e Sistema de informacién de estudiantes o SIS por Student Information Systems,
comunmente estos sistemas forman parte de los sistemas de gestidn
académica, poseen tanto informacidén propia del estudiante como datos
socioecondmicos, calificaciones previas, como también informacion de las
materias tomadas, calificaciones obtenidas a la fecha, etc.
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e Sistemas de Monitoreo de Asistencia, este tipo de sistemas permiten registrar
y dar seguimiento a la asistencia de los estudiantes, incluso pueden permitir la
identificacion de estudiantes cuando ingresan en determinados sitios de la
universidad como bibliotecas, laboratorios, etc., mediante uso de tarjetas de
acceso.

e Sistemas de biblioteca: visitas del estudiante, libros solicitados, acceso a
articulos digitales, etc.

e Aplicaciones Moviles: en este tipo de sistemas las aplicaciones son ilimitadas,
se podrian construir desde herramientas que permitan a los estudiantes
establecerse objetivos con relacion a sus actividades escolares, y comprobar
su progreso y resultados con otros estudiantes, asi como evaluar
continuamente a sus docentes o los contenidos recibidos en sus clases, o
constituir herramientas para los docentes que permitan registrar el avance en
sus contenidos, registrar observaciones sobre la planificacion, evaluar a sus
alumnos no solo en rendimiento académico sino la participacion dentro del
aula, etc.

La integracion entre estos sistemas posibilita la realizacion de interesantes analisis
por ejemplo:

e En los sistemas académicos (SIS) se puede encontrar informacién sobre la
situacion financiera de los estudiantes, el numero de horas que dedican a sus
trabajos, sus rendimiento académico previo a que empiece a trabajar, etc. Esta
informacion complementada por cuestionarios o encuestas desarrolladas por
los estudiantes formarian una rica fuente de datos.

e Informacién de los sistemas de monitoreo de asistencia y tarjetas de acceso,
podrian servir para analizar la responsabilidad o compromiso de los
estudiantes.

e Los estudiantes no sélo utilizan los contenidos provistos por sus instituciones,
ellos generan un gran cantidad de informacion en forma de: blogs, contenido
audiovisual, programas de software, etc. Informacion que al ser digital es
susceptible de ser considerada en LA, en este caso para medir la motivacion
del estudiante.

e Disponer de una plataforma que integre los datos producidos de las
aplicaciones moviles mencionadas, generarian una informacion sumamente
valiosa para analizar el proceso de enseflanza desde perspectivas tanto del
docente como del alumno.

En la Figura 21, se presenta como ejemplo una arquitectura para Learning Analytics

propuesta por Jisc, una iniciativa para dotar a las Universidades del Reino Unido de
un servicio nacional de analitica de aprendizaje - LA. (Niall, 2016).
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La arquitectura indicada propone la implementacion de un Almacén de Registros de
Aprendizaje (Learning records warehouse), el cual es alimentado por los sistemas de
Biblioteca, VLE, SIS, e informacion auto-declarada de los alumnos. La parte medular
de la arquitectura la conforma el Procesador de Analitica de Aprendizaje, donde el
andlisis predictivo es realizado, y da aviso al Sistema de Intervencién y Alerta. La
visualizacion de la analitica es posible gracias a la disposicion de varios dashboards,
y una aplicacion movil para estudiantes les permite visualizar sus datos y compararlos
con otros alumnos. Por otro lado un servicio de consentimiento del estudiante ayuda
a asegurar la privacidad permitiendo a los estudiantes dar sus permisos para la
captura y uso de datos.
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Figura 21. Arquitectura de Learning Analytics propuesta por JISC

Los sistemas fuente que se presenta en la arquitectura JISC son consistentes con los
sistemas actuales de la universidad de Cuenca, por lo que la aplicacion de esta
arquitectura seria muy conveniente, y se aconseja iniciar con la implementacion de la
aplicacion movil mientras se integran y construye los demas componentes, esto
permitiria recolectar datos historicos de una perspectiva que actualmente no es
analizada por la universidad, el propio estudiante como centro de recoleccién de la
informacion.
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ANEXO A. Traduccion del modelo de referencia CRISP DM 1.0

A continuacion se presenta una traduccion parcial del Modelo de referencia CRISP DM 1.0 con el
objetivo de permitir al lector profundizar sobre el modelo estandar de la industria.

Etapa 1: Comprension del negocio:

e Descripcién: Esta fase inicial se enfoca en la comprensién de los objetivos de
proyecto y exigencias desde una perspectiva de negocio, para luego convertir este
conocimiento de los datos en la definicién de un problema de mineria de datos y en
un plan preliminar disefiado para alcanzar los objetivos.

e Tarea 1.1: Determinar los objetivos del negocio:

@)

o

Descripcion: el primer objetivo del analista de datos es entender desde una
perspectiva de negocio y dentro de un contexto, lo que el cliente quiere lograr.
Se debe equilibrar correctamente los varios posibles objetivos y restricciones
del cliente. El objetivo del analista de datos es descubrir factores importantes
al inicio, y que podrian influir los resultados del proyecto. Se trata de hacer la
pregunta correcta, la cual sera contestada como resultado del proyecto.
Salidas:

m Salida 1.1.1: Antecedentes: al inicio del proyecto es importante que

se registre la informacion que se conoce sobre el negocio de la
organizacion.

Salida 1.1.2: Objetivos de negocio: descripcion del objetivo primario
del cliente, desde una perspectiva de negocio. A parte de este objetivo
primario, que otras preguntas de negocio relacionadas, le interesa al
cliente analizar.

Salida: 1.1.3 Criterios de éxito de negocio: describa los criterios para
un resultado satisfactorio y Gtil del proyecto, desde una perspectiva de
negocio. Los criterios podrian ser de diversa naturaleza, tan
especificos y capaces de ser medidos objetivamente como ser algo real
0 tal vez subjetivos como una recomendacion, en caso de ser
subjetivos deberia indicarse quién dara el juicio subjetivo.

e Tarea 1l.2: Evaluar la situacion:

o

o

Descripcion: si el objetivo de la tarea anterior era ponerse rdpidamente al
tanto de la situacion, en esta tarea el analista de datos debe ampliarse sobre
los detalles, por tanto involucra la investigacion mas detallada sobre todos los
recursos, restricciones, presunciones y otros factores a considerarse en la
determinacion del objetivo de andlisis de datos y plan de proyecto.
Salidas:

m Salida 1.2.1: Inventario de recursos: listado de recursos disponibles

para el proyecto, incluyendo el personal (Subject Matter Expert - SME,
experto de datos, soporte técnicos, expertos en mineria de datos),
datos (extractos fijos, acceso en vivo, almacenes de datos - DWH,
datos operacionales), recursos computacionales (plataformas de
hardware), y software (herramientas de mineria de datos, otros
software relevantes).
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m Salida 1.2.2: Requerimientos, presunciones y restricciones:

e Lista de todos los requerimientos del proyecto, incluyendo:
calendario de terminacion, compresibilidad y calidad de los
resultados, seguridad, aspectos legales (asegurar que el
analista de datos tenga permitido el uso de los mismos).

e Lista de presunciones hechas en el proyecto. Pueden ser sobre
los datos y ser verificadas durante la mineria de datos, pero
también presunciones no verificables sobre el negocio
relacionado con el proyecto. Es muy importante listar si estas
presunciones comprometen la validez de los resultados.

m Salida 1.2.3: Riesgos y contingencias:

e Listar los riesgos 0 acontecimientos que podrian retrasar el
proyecto o hacer que falle, y listar sus planes de contingencia
(qué accion serd tomada si estos riesgos o0 acontecimiento
ocurren).

m Salida 1.2.4: Terminologia:

e Elaboracion de un glosario de terminologia relevante al
proyecto:

o Glosario de terminologia relevante del negocio, apoya la
comprension del negocio disponible para el proyecto.

o Glosario de terminologia de mineria de datos, ilustrada
con ejemplos relevantes al problema de negocio en
cuestion.

m Salida 1.2.5: Costos y beneficios: elaborar un analisis de costo -
beneficio, que compare los gastos del proyecto con los beneficios
potenciales al negocio si fuera exitoso.

e Tarea 1.3: Determinar los objetivos de la mineria de datos:

o Descripcion: Un objetivo de mineria de datos declara los objetivos de
proyecto en términos técnicos. Por ejemplo, el objetivo de negocio podria ser
“‘“Aumentar ventas por catalogo a clientes existentes.” Un objetivo de mineria
de datos podrian ser “Predecir cuantas baratijas un cliente comprara,
obteniendo datos de sus compras de tres afios pasados, informacién
demogréfica (edad, sueldo, ciudad, etc.), y el precio del articulo.”

o Salidas:

m Salida 1.3.1 Objetivos de la mineria de datos: describir las salidas
esperadas del proyecto que permiten el logro de los objetivos de
negocio.

m Salida 1.3.2 Criterios de éxito de la mineria de datos: definir los
criterios para un resultado exitoso en términos técnicos. PE: cierto nivel
de precision en la prediccion. Al igual que un criterio de éxito de
negocio, éste puede ser necesario describirse en términos subjetivos,
en cuyo caso el evaluador subjetivo debe ser identificado.

e Tarea 1.4: Elabora el plan de proyecto:

Autor: Gustavo Cordero P. Pag. 79



Universidad de Cuenca

rows V& !utumm —

| UNVERSIDAD D CUENCAS

o

o

Descripcion: definir el plan adecuado para alcanzar los objetivos de la mineria
de datos y con ellos los objetivos de negocio. El plan deberia especificar los
pasos a realizar durante el resto del proyecto, incluyendo la seleccién inicial
de herramientas y técnicas.
Salidas:

m Salida 1.4.1 Plan de proyecto: listar las etapas a ser ejecutadas en el

proyecto, juntos con su duracién, recursos requeridos, entradas,
salidas, y dependencias. Donde sea posible, haga explicito las
iteraciones en gran escala en el proceso de mineria de datos, por
ejemplo: las repeticiones del modelado y las fases de evaluacién.
Como parte del plan de proyecto, es también importante analizar
dependencias entre la planificacion de tiempo y los riesgos. El plan de
proyecto es un documento dinamico en el sentido de que en el final de
cada fase, son necesarios una revision del progreso y logros y una
actualizacion correspondiente del plan de proyecto es recomendado.
Los puntos de revision especificas para estas actualizaciones son parte
del plan de proyecto.

Etapa 2: Comprension de los datos:

Descripcion: La fase de entendimiento de datos comienza con la coleccion de datos
inicial y continua con las actividades que le permiten familiarizarse primero con los
datos, identificar los problemas de calidad de datos, descubrir los primeros
conocimientos en los datos, y/o descubrir subconjuntos interesantes para formar
hipétesis en cuanto a la informacién oculta.

Tarea 2.1 Recolectar datos iniciales

@)

o

Descripcion: adquiera los datos listados como recursos del proyecto. La
recoleccion inicial incluye la carga de dichos datos en alguna herramienta para
compresion de datos. Este esfuerzo posiblemente conduce a los pasos
iniciales de preparacion de datos. Si los datos vienen de mdltiples fuentes, la
integracién es una cuestidon adicional, aqui o mas tarde en las fases de
preparacion de datos.
Salidas:

m Salida 2.1.1 Informe de recoleccién de datos iniciales: listado del

conjunto de datos adquirido, sus ubicaciones, los métodos utilizados
para su adquisicion y cualquier problema encontrado. Registre los
problemas y cualquier solucién realizada. Esto servira para futuras
replicaciones, tanto de este proyecto como de proyectos similares.

Tarea 2.2 Describir los datos

o

o

Descripcidn: examine las propiedades “gruesas” o “superficiales” de los datos
e informe sobre los resultados.
Salidas:

m Salida 2.2.1 Informe de descripcion de datos: descripcion de los

datos adquiridos, incluyendo el formato de los mismo y la calidad de
los datos (PE: numero de registros y campos en cada tabla),
identificacion de los campos, y cualquier otra caracteristica superficial
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descubierta. Evaluar si los datos adquiridos satisfacen los requisitos
relevantes.

Tarea 2.3 Explorar los datos

o

o

o

o

Descripcion: Esta tarea aborda las preguntas de mineria de datos usando
técnicas de consultas, visualizacion y reportes. Incluye la distribucién de
atributos claves relacionados entre pares o pequefios nimeros de atributos,
los resultados de simples agregaciones, las propiedades de las
subpoblaciones significativas, y andlisis estadisticos simples. Estos analisis
directamente pueden dirigir los objetivos de mineria de datos; ellos también
pueden contribuir o refinar la descripcidon de datos e informes de calidad, y
alimentar en la transformaciéon y otros pasos de preparacion de datos
necesarios para andlisis futuros.

Salidas:

m Salida 2.3.1 Informe de exploracion de datos: descripcion de los
resultados de esta tarea, incluyendo primeras conclusiones o hipétesis
iniciales y su impacto sobre el resto del proyecto. Si es factible debe
incluirse gréaficos y plots para indicar las caracteristicas de los datos
gue sugieran examenes adicionales de subconjuntos de datos de
interés.

Tarea 2.4 Verificar la calidad de los datos

Descripcién: examen de la calidad de los datos, preguntando cuestiones tales
como:

m ¢son los datos completos? (cubren todos los casos requeridos)

m (Estos son correctos, o contienen errores?, si es asi, ¢qué tan
frecuentes son estos errores?

m ¢ Existen valores perdidos en los datos?, si es asi, ¢ Como estan ellos
representados?, ¢ dénde esto ocurre?, ¢ qué tan comun estos son?

Salidas:

m Salida 2.4.1 Informe de calidad de datos: consiste en un listado de
los resultados de la verificacion, si un problema de calidad existe, es
adecuado listar las posibles soluciones. Las soluciones a los problemas
de calidad de datos dependen profundamente de tanto del
conocimiento de los datos como del negocio.

Etapa 3: Preparacion de los datos:

Descripcion: La fase de preparacion de datos cubre todas las actividades necesarias
para construir el conjunto de datos final (los datos que seran provistos en las
herramientas de modelado) de los datos en brutos iniciales. Las tareas de preparacion

de datos probablemente van a ser realizadas muchas veces y no en cualquier orden

prescrito. Las tareas incluyen la seleccion de tablas, registros, y atributos, asi como la

transformacién y la limpieza de datos para las herramientas que modelan.
Salidas: esta etapa posee dos salidas generales:
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o

Conjunto de datos (dataset): corresponde al conjunto o conjuntos de datos
producidos a lo largo de esta fase que serd usada para modelar o para el
trabajo principal de andlisis del proyecto.

Descripcion del Conjunto de Datos (Dataset): descripcion de los conjuntos
de datos que seran utilizados para el modelamiento y el trabajo principal de
analisis del proyecto.

Tarea 3.1 Seleccionar los datos

o

o

Descripcion: Decidir qué datos seran usados para el analisis. Los criterios
incluyen la importancia a los objetivos de la mineria de datos, la calidad, y las
restricciones técnicas como limites sobre el volumen de datos o los tipos de
datos. Note que la seleccibn de datos cubre la seleccion de atributos
(columnas) asi como la seleccién de registros (filas) en una tabla.
Salidas:
m Salida 3.1.1 Razonamiento para la inclusidén o exclusion: Listar los
datos para ser incluidos/excluidos y los motivos para estas decisiones.

Tarea 3.2 Limpiar los datos

o

o

Descripcidn: Elevar la calidad de los datos al nivel requerido por las técnicas
de andlisis seleccionadas. Esto puede implicar la seleccion de los
subconjuntos de datos limpios, la insercién de datos por defectos adecuados,
0 técnicas mas ambiciosas tales como la estimacion de datos faltantes
mediante modelado.

Salidas:

m Salida 3.2.1 Informe de la limpieza de los datos: describir qué
decisiones y acciones fueron tomadas para dirigir los problemas de
calidad de datos informados durante la tarea de Verificacion de
Calidad de Datos de los Datos de la fase de Comprension de Datos.
Las transformaciones de los datos para una apropiada limpieza y el
posible impacto en el analisis de resultados deberian ser considerados.

Tarea 3.3 Construir los datos

o

@)

Descripcion: Esta tarea incluye la construccion de operaciones para
preparacion de datos tales como la produccién de atributos derivados o el
ingreso de nuevos registros, o la transformacion de valores para atributos
existentes.

Salidas:

m Salida 3.3.1 Atributos derivados: los atributos derivados son los
atributos nuevos que son construidos de uno o0 mas atributos existentes
en el mismo registro. Ejemplo: area = longitud * anchura.

m Salida 3.3.2 Registros generados: describa la creacion de registros
completamente nuevos. Ejemplo: Crear registros para los clientes
guienes no hicieron compras durante el afio pasado. No habia ninguna
razon de tener tales registros en los datos brutos, pero para el objetivo
del modelado esto podria tener sentido para representar explicitamente
el hecho que ciertos clientes no hayan hecho compra nada.

Tarea 3.4 Integrar datos
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o Descripcidn: estos son los métodos por el cual la informacién es combinada
de multiples tablas o registros para crear nuevos registros o valores.
o Salidas:

m Salida 3.4.1 Datos combinados: La combinacion de tablas se refiere
a la unién simultanea de dos o mas tablas que tienen informacion
diferente sobre el mismo objeto. Ejemplo: una cadena de venta al
publico tiene una tabla con la informacion sobre las caracteristicas
generales de cada tienda (Por ejemplo, el espacio, el tipo de comercio),
otra tabla con datos resumidos de las ventas (por ejemplo, el beneficio,
el cambio porcentual en ventas desde el afio anterior), y el otro con
informacién sobre los datos demograficos del area circundante. Cada
una de estas tablas contienen un registro para cada tienda. Estas
tablas pueden ser combinadas simultaneamente en una nueva tabla
con un registro para cada tienda, combinando campos de las tablas
fuentes. Los datos combinados también cubren agregaciones. La
agregacion se refiere a operaciones en la que nuevos valores son
calculados de informacion resumida de mudltiples registros y/o tablas.
Por ejemplo, convirtiendo una tabla de compra de clientes donde hay
un registro para cada compra en una tabla nueva donde hay un registro
para cada cliente, con campos tales como el nimero de compras, el
promedio de la cantidad de compra, el porcentaje de 6rdenes cobrados

a tarjeta de crédito, el porcentaje de articulos bajo promocién, etc.

e Tarea 3.5 Formatear Datos
o Descripcion: las transformaciones de formato se refiere a modificaciones
principalmente sinticticas hechas a los datos que no cambian su significado,
pero podria ser requerido por la herramienta de modelado.
o Salidas:

m Salida 3.5.1 Datos reformateados: algunas herramientas tienen
requerimientos sobre el orden de los atributos, tales como el primer
campo que es un Unico identificador para cada registro o el ultimo
campo es el campo resultado que el modelo debe predecir. Podria ser
importante cambiar el orden de los registros en el conjunto de datos.
Quizas la herramienta de modelado requiere que los registros sean
clasificados segun el valor del atributo de resultado. ComUnmente, los
registros del conjunto de datos son ordenados al principio de algun
modo, pero el algoritmo que modela necesita que ellos estén en un
orden moderadamente arbitrario. Por ejemplo, cuando se usa redes
neuronales, esto es generalmente mejor para los registros para ser
presentados en un orden aleatorio, aunque algunas herramientas
manejen esto automaticamente sin la intervencién explicita del usuario.
Ademds, hay cambios puramente sintacticos hechos para satisfacer las
exigencias de la herramienta de modelado especifica. Ejemplos: al
eliminar las comas dentro de los campos de texto en ficheros de datos
delimitados por coma, corta todos los valores a un maximo de 32
caracteres.
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Etapa 4: Modelado:

e Descripcion: En esta fase, varias técnicas de modelado son seleccionadas y
aplicadas, y sus parametros son calibrados a valores éptimos. Tipicamente hay varias
técnicas para el mismo tipo de problema de mineria de datos. Algunas técnicas tienen
requerimientos especificos sobre la forma de datos. Por lo tanto, volver a la fase de
preparacion de datos es a menudo necesario.

e Tarea 4.1 Escoger latécnica de modelado

o

Descripcion: Como primer paso en modelado, seleccionar la técnica de
modelado real que esta por ser usado. Aunque usted haya podido seleccionar
una herramienta durante la fase de Comprensién del negocio, esta tarea se
refiere a la técnica de modelado especifico, por ejemplo, un arbol decisiéon
construido con C4.5, o la generacién de red neuronales Back-Propagacion. Si
multiples técnicas son aplicadas, se realizan esta tarea separadamente para
cada técnica.

Salidas:

m Salida 4.1.1 Técnica de modelado: documente la técnica de
modelado real que esté por ser usado.

m Salida 4.1.2 Presunciones de modelado: muchas técnicas de
modelado hacen presunciones especificas sobre los datos, por
ejemplo: que todos los atributos tengan distribuciones uniformes, no
encontrar valores no permitidos, el atributo de clase debe ser simbélico,
etc. Registrar cualquiera de tales presunciones hechas.

e Tarea 4.2 Generar la prueba de disefio:

@)

o

Descripcion: antes de que nosotros en realidad construyamos un modelo,
tenemos que generar un procedimiento o el mecanismo para probar la calidad
y validez del modelo. Por ejemplo, en tareas de mineria de datos supervisados
como la clasificacion, esto es comun usar tasas de errores como medida de
calidad para modelos de mineria de datos. Por lo tanto, tipicamente separamos
el conjunto de datos en una serie y en un conjunto de prueba, construimos el
modelo sobre el conjunto de series, y estimamos su calidad sobre el conjunto
de prueba separado.

Salidas:

m Salida 4.2.1 Prueba de disefio: describir el plan intencionado para el
entrenamiento, la prueba, y la evaluaciébn de los modelos. Un
componente primario del plan determina como dividir un conjunto de
datos disponible en datos de entrenamiento, datos de prueba, y
conjunto de datos de validacion.

|

e Tarea 4.3 Construir el modelo

o

@)

Descripcidn: Ejecutar la herramienta de modelado sobre el conjunto de datos
preparados para crear uno o mas modelos.
Salidas:
m Salida 4.3.1 Configuracion de pardmetros: Con cualquier
herramienta de modelado, hay a menudo un gran numero de
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parametros que pueden ser ajustados. Listar los parametros y sus
valores escogidos, también con el razonamiento para elegir los
pardmetros de ajustes

m Salida 4.3.2 Modelos: Corresponde a los modelos reales producidos
por la herramienta de modelado, no un informe.

m Salida 4.3.3 Descripcién de modelos: Describir los modelos
obtenidos. Informar sobre la interpretacion de los modelos y
documentar cualquier dificultad encontrada con sus significados.

|

Tarea 4.4 Evaluar el modelo

o

@)

Descripcion: El ingeniero de mineria de datos interpreta los modelos segun
su conocimiento de dominio, los criterios de éxitos de mineria de datos, y el
disefio de prueba deseado. El ingeniero de mineria de datos juzga el éxito de
la aplicacion del modelado y descubre técnicas mas técnicamente; él se pone
en contacto con analistas de negocio y expertos en el dominio luego para
hablar de los resultados de la mineria de datos en el contexto de negocio. Por
favor note que esta tarea solo se considera modelos, mientras que la fase de
evaluacion también toma en cuenta todos los otros resultados que fueron
producidos en el curso del proyecto.

El ingeniero de mineria de datos intenta clasificar los modelos. El evalia los
modelos segun los criterios de evaluacion. Tanto como es posible, él también
tiene en cuenta objetivos del negocio y criterios de éxito de negocio. En los
grandes proyectos de mineria de datos, el ingeniero de mineria de datos aplica
una sola técnica mas de una vez, o genera resultados de mineria de datos con
varias técnicas diferentes. En esta tarea, €l también compara todos los
resultados segun los criterios de evaluacion

Salidas:

m Salida 4.4.1 Evaluacion de modelos: Resumir los resultados de esta
tarea, listar las calidades de los modelos generados (por ejemplo, en
términos de exactitud), y clasificar su calidad en relacién con cada otro.

m Salida 4.4.2 Pardmetros de ajuste revisados: Segun la evaluacion
del modelo, revise los pardmetros de ajuste y afinelos para la siguiente
ejecucién de la tarea de Construir el Modelo. Repetir la construccion
y evaluacion del modelo hasta que crea que usted ha encontrado el/los
mejor/es modelo/s. Documentar todo como las revisiones y las
evaluaciones.

Etapa 5: Evaluacién:

Descripcion: en esta etapa ya se ha construido un modelo (o modelos) que parece
tener alta calidad desde una perspectiva de analisis de datos. Se requiere evaluar a
fondo el modelo y la revision de los pasos ejecutados para crearlo, para comparar el
modelo correctamente obtenido con los objetivos de negocio. Un objetivo clave es
determinar si hay alguna cuestion importante de negocio que no ha sido
suficientemente considerada. En el final de esta fase, se deberia obtener una decision
en el uso de los resultados de mineria de datos.

Tarea 5.1 Evaluar los resultados
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o Descripcion: Los pasos previos de la evaluacion tratan con factores como la
exactitud y la generalidad del modelo. Este paso evalla el grado en que el
modelo cumple los objetivos de negocio y busca determinar si hay alguna
razon de negocio por la cual este modelo es deficiente. Otra opcién de
evaluacion es probar el/los modelo/s sobre aplicaciones de prueba en la
aplicacion real, si el tiempo y las restricciones de presupuesto lo permiten.

o Ademaés, la evaluacion también verifica otros resultados generados por la
mineria de datos. Los resultados de la mineria de datos implican modelos que
necesariamente son relacionados con los objetivos originales de negocio y
todas los otros descubrimientos gque no son relacionados necesariamente con
los objetivos originales de negocio, pero también podria revelar desafios
adicionales, informacion, o insinuaciones para futuras direcciones.

o Salidas:

m Salida5.1.1 Evaluacién de los resultados de la mineria de datos en
lo que concierne a criterios de éxito del negocio: Resumir los
resultados de evaluacién en términos de criterios de éxito de negocio,
incluyendo una declaracion final en cuanto si el proyecto ya encuentra
los objetivos iniciales de negocio.

m Salida 5.1.2 Modelos aprobados: después de la evaluacion de
modelos en lo que concierne a criterios de éxito de negocio, los
modelos generados que encuentran los criterios seleccionados son los
modelos aprobados.

e Tarea 5.2 Revisar el proceso

o Descripcion: En este punto, los modelos resultantes parecen ser
satisfactorios y satisfacer las necesidades del negocio. Ahora es apropiado
hacer una revision mas completa de la mineria de datos para determinar si hay
cualquier factor importante o tarea que de algtin modo ha sido pasada por alto.
Esta revision también cubre cuestiones de calidad, por ejemplo: ¢ Construimos
correctamente el modelo? ¢Usamos sélo los atributos que nos permitieron
usar y que estan disponibles para analisis futuros?

o Salidas:

m Salida 5.2.1 Revisién del proceso: resumir la revision de proceso y
destacar las actividades que han sido omitidas y/o aquellas que
deberian ser repetidas.

e Tarea 5.3 Determinar los proximos pasos

o Descripcién: Dependiendo de los resultados de la evaluacion y la revision del
proceso, el equipo de proyecto decide como proceder. El equipo decide si hay
gue terminar este proyecto y pasar a la implementacion, inicia nuevas
iteraciones o preparar nuevos proyectos de mineria de datos. Esta tarea
incluye el analisis de recursos restantes y del presupuesto, que puede influir
en las decisiones.

o Salidas:

m Salida 5.3.1 Lista de posibles acciones: Listar las acciones
potenciales futuras, con los motivos a favor y en contra de cada opcion.

m Salida 5.3.2 Decision: Describa la decision sobre cémo proceder,
junto con la justificacion.
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Etapa 6: Despliegue - Desarrollo:

Descripcién: En ocasiones la creacion per se dé un modelo no es el final del proyecto,
sino que el conocimiento obtenido a través de este modelo, deberia ser organizado y
presentado de manera que el cliente pueda utilizarlo. Esto en ocasiones implica la
aplicacion de modelos “vivos” dentro de un proceso de toma de decisiones de la
organizacion. Dependiendo de los requerimientos, la fase de desarrollo puede ser tan
simple como la generacion de un informe o tan compleja como la realizacion repetida
de un proceso cruzado de mineria de datos a través de la organizacion. Muchas veces
es el cliente, y no el analista de datos, quien lleva el paso de desarrollo.

Tarea 6.1 Desarrollar el plan:

o

@)

Descripcion: Esta tarea toma los resultados de la evaluacion y determina una
estrategia para el despliegue. Si un procedimiento general ha sido identificado
para crear el, o los modelos relevantes, este procedimiento es documentado
aqui para el despliegue posterior.
Salidas:
m Salida6.1.1 Plan de despliegue: Resumir la estrategia de despliegue,
incluyendo los pasos necesarios y como realizarlos.

Tarea 6.2 Planear la supervision y mantenimiento:

o

o

Descripcién: La supervision y el mantenimiento son cuestiones importantes
si los resultados de la mineria de datos son parte del negocio cotidiano y de
su ambiente. La preparacion cuidadosa de una estrategia de mantenimiento,
ayuda a evitar largos e innecesarios periodos de uso incorrecto de los
resultados de mineria de datos. Para supervisar el despliegue de los
resultados de la mineria de datos, el proyecto necesita un plan detallado para
el proceso de supervision. Este plan tiene en cuenta el tipo especifico de
despliegue.
Salidas:
m Salida 6.2.1 Plan de monitoreo y mantenimiento: Resumir la
estrategia de supervision y mantenimiento incluyendo los pasos
necesarios y como realizarlos.

Tarea 6.3 Producir el informe final

o

o

Descripcion: al final del proyecto, el equipo del proyecto redacta un informe
final. Segun el tipo de despliegue, este informe puede ser s6lo un resumen del
proyecto y sus experiencias (si estas ain no han sido documentadas como
una actividad en curso) o esto puede ser una presentacion final y comprensiva
de los resultados de mineria de datos.

Salidas:

m Salida 6.3.1 Reporte Final: Esto es el informe escrito final del
resultado de la mineria de datos. Este incluye todos los entregables
anteriores, resumiendo y organizando los resultados.

m Salida 6.3.2 Presentacion Final: A menudo habrad también una
reunion al cierre del proyecto, en el que los resultados son presentados
verbalmente al cliente.

Tarea 6.4 Revisar el proyecto
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o Descripcién: Evaluar lo que fue correcto y equivocado, lo que fue bien hecho
Y que necesita ser mejorado.
o Salidas:

m Salida 6.4.1 Documentacién de la experiencia: Resumir las
experiencias importantes ganadas durante el proyecto. Por ejemplo,
trampas, enfoques engafiosos, 0 sugerencias para seleccionar las
técnicas de mineria de datos mas adecuadas en situaciones similares
podrian formar parte de esta documentacion. En proyectos ideales, la
documentacion de la experiencia también cubre cualquier informe que
ha sido escrito por miembros individuales del proyecto durante las
fases del proyecto y sus tareas.

Autor: Gustavo Cordero P. Pag. 88



